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ANALISIS KINERJA ALGORITMA LSTM DAN CNN UNTUK 

FORECASTING KELEMBABAN UDARA DI KOTA MEDAN 

 

 

ABSTRAK 

Kelembaban udara adalah parameter krusial dalam cuaca dan iklim yang 

memengaruhi kesehatan, kenyamanan, serta sektor ekonomi seperti pertanian dan industri. 

Kota Medan, dengan variasi kelembaban yang signifikan, membutuhkan model prediksi 

yang akurat untuk mendukung perencanaan dan tindakan preventif. Penelitian ini bertujuan 

untuk membandingkan kinerja algoritma Long Short-Term Memory (LSTM) dan 

Convolutional Neural Network (CNN) dalam melakukan forecasting kelembaban udara di 

Kota Medan. Kedua model dilatih menggunakan data kelembaban udara historis, dengan 

evaluasi kinerja berdasarkan metrik Mean Squared Error (MSE) dan Root Mean Squared 

Error (RMSE). Hasil penelitian menunjukkan bahwa model LSTM unggul dalam 

menangkap pola jangka panjang kelembaban udara. Temuan ini diharapkan dapat 

memberikan kontribusi dalam pengembangan sistem prediksi kelembaban udara yang lebih 

adaptif, yang bermanfaat untuk perencanaan manajemen sumber daya air, pertanian, 

kesehatan masyarakat, dan mitigasi bencana di Kota Medan. 

 

 

Kata Kunci: LSTM, CNN, Kelembaban Udara, Forecasting, Deep Learning, Kota Medan. 
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PERFORMANCE ANALYSIS OF LSTM AND CNN ALGORITHMS FOR 

FORECASTING AIR HUMIDITY IN MEDAN CITY 

 

 

ABSTRACT 

 
Humidity is a crucial parameter in weather and climate that affects health, comfort, 

and economic sectors such as agriculture and industry. Medan City, with significant 

variations in humidity, requires an accurate prediction model to support planning and 

preventive actions. This research aims to compare the performance of Long Short-Term 

Memory (LSTM) and Convolutional Neural Network (CNN) algorithms in forecasting air 

humidity in Medan City. Both models were trained using historical air humidity data, with 

performance evaluation based on Mean Squared Error (MSE) and Root Mean Squared 

Error (RMSE) metrics. The results show that the LSTM model excels in capturing long-

term patterns of air humidity. The findings are expected to contribute to the development 

of a more adaptive air humidity prediction system, which is beneficial for water resources 

management planning, agriculture, public health, and disaster mitigation in Medan City. 
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BAB I 

PENDAHULUAN 

 

1.1. Latar Belakang Masalah 

Kelembaban udara merupakan salah satu parameter penting dari cuaca dan iklim yang 

mempengaruhi berbagai aspek kehidupan manusia dan lingkungan. Secara umum, 

kelembaban udara dapat didefinisikan sebagai kandungan uap air yang ada dalam udara. 

Terdapat beberapa metrik untuk mengukur kelembaban udara, antara lain kelembaban 

mutlak, kelembaban nisbi (relatif), atau defisit tekanan uap air. Kelembaban udara menjadi 

faktor yang penting dalam menentukan kenyamanan iklim dan kesehatan manusia. Selain 

itu, kelembaban udara adalah faktor lingkungan yang sangat mempengaruhi penyebaran 

penyakit, termasuk penyakit endemik seperti Demam Berdarah (DBD). Tingkat 

kelembaban udara yang ekstrim juga sangat mempengaruhi kesejahteraan manusia, 

termasuk kualitas udara, sektor pertanian, industri makanan, dan potensi kebakaran hutan 

(Intan et al., 2021; Alizkan, 2017).  

 Kelembaban udara yang tinggi atau rendah dapat memberikan dampak yang 

signifikan terhadap kesehatan manusia. Misalnya, kelembaban udara yang tinggi dapat 

memperburuk kondisi asma dan meningkatkan risiko infeksi saluran pernapasan. Di sisi 

lain, kelembaban udara yang rendah dapat menyebabkan kulit menjadi kering dan iritasi. 

Selain itu, kelembaban udara juga berpengaruh pada kenyamanan termal, di mana 

kelembaban yang tinggi dapat meningkatkan perasaan panas dan tidak nyaman bagi 

manusia. 

 Dampak kelembaban udara tidak hanya terbatas pada individu, tetapi juga 

mencakup dampak yang lebih luas terhadap sektor-sektor penting dalam perekonomian dan 

lingkungan. Di sektor pertanian, kelembaban udara yang optimal sangat penting untuk 

pertumbuhan tanaman dan hasil panen yang baik. Sebaliknya, kelembaban udara yang tidak
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 sesuai dapat mengakibatkan penurunan produksi pertanian dan berdampak pada 

ketersediaan pangan. Di sektor industri, pengendalian kelembaban udara diperlukan untuk 

menjaga kualitas produk, seperti dalam industri makanan dan farmasi, serta untuk 

mendukung proses produksi yang efisien. Selain itu, kelembaban udara juga memiliki 

implikasi signifikan dalam konteks lingkungan dan keberlanjutan. Tingkat kelembaban 

udara yang ekstrem dapat mempengaruhi kualitas udara dan meningkatkan risiko 

kebakaran hutan (Intan et al., 2021). 

 Area kota menjadi salah satu objek yang cukup menarik karena sering terjadi 

perbedaan cuaca secara signifikan. Untuk masyarakat Kota Medan, yang mayoritas bekerja 

sebagai karyawan, supir transportasi, dan pedagang, dibutuhkan informasi yang akurat 

seperti Forecasting(peramalan) kelembaban udara, karena tidak ada yang tahu pasti apa 

yang akan terjadi di masa depan (Alfandi & Sihite, 2022). Kota Medan, yang menjadi fokus 

penelitian ini, merupakan contoh dari kota dengan variasi kelembaban udara yang 

signifikan sepanjang tahun. Variasi ini menuntut adanya model prediksi yang akurat untuk 

membantu masyarakat dan pemerintah dalam mengambil tindakan yang tepat. Forecasting 

dapat memudahkan dalam menyelenggarakan pendekatan analisis terhadap pola dan 

tingkah laku data pada masa lalu, untuk mendapatkan informasi kelembaban udara di masa 

depan dengan lebih akurat. 

Forecasting atau peramalan kelembaban udara merupakan suatu proses penting 

dalam upaya memprediksi keadaan masa depan berdasarkan data historis yang ada. Dalam 

konteks perubahan iklim global dan peningkatan pola cuaca yang tidak menentu, prediksi 

yang akurat tentang kelembaban udara menjadi semakin penting. Teknik peramalan 

memungkinkan pemerintah, lembaga riset, dan sektor swasta untuk mengambil langkah-

langkah preventif yang tepat, mempersiapkan infrastruktur yang diperlukan, serta 

merencanakan kegiatan ekonomi dengan lebih baik. Forecasting (peramalan) memiliki 

berbagai teknik yang sangat beragam untuk mendapatkan informasi di masa depan 
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berdasarkan data historis. Salah satu pendekatannya adalah penggunaan kecerdasan buatan 

(AI), khususnya dengan metode deep learning (Intan et al., 2021).  

Deep learning memanfaatkan Jaringan Saraf Tiruan (Artificial Neural Network) 

yang kompleks dengan banyak lapisan untuk menganalisis data secara mendalam dan 

membuat prediksi yang akurat.  Jaringan saraf tiruan sebagian besar telah cukup handal 

dalam pemecahan masalah selama beberapa tahun terakhir. Jaringan saraf tiruan 

terinspirasi oleh otak manusia, di mana neuron saling terkoneksi secara nonlinier, jaringan 

saraf tiruan membangun koneksi antar neuron dalam suatu jaringan. Paradigma pengolahan 

informasi ini meniru sistem saraf biologis, seperti yang terjadi dalam proses informasi pada 

otak manusia. Cara kerja jaringan saraf tiruan menyerupai cara kerja manusia, di mana 

proses pembelajaran terjadi melalui contoh.   

Keuntungan dari jaringan saraf tiruan adalah kemampuannya untuk menangani data, 

mendeteksi tren, dan memprediksi pola yang tidak diberikan selama pelatihan. Oleh karena 

itu, dengan menggunakan deep learning yang memanfaatkan jaringan saraf tiruan, model 

forecasting dapat belajar dan mengekstraksi pola yang kompleks dari data historis, 

memungkinkan untuk melakukan peramalan yang lebih baik dan lebih adaptif terhadap 

perubahan cuaca (Andrian & Wayahdi, 2014). 

LSTM adalah jenis jaringan saraf yang khusus dirancang untuk mengatasi masalah 

dalam pengolahan data deret waktu yang memiliki dependensi jangka panjang. Algoritma 

ini mampu mempertahankan informasi dalam jangka waktu yang panjang, sehingga sangat 

cocok untuk memprediksi data yang bersifat temporal, seperti kelembaban udara. LSTM 

bekerja dengan menggunakan memori internal untuk menyimpan informasi penting yang 

dapat digunakan dalam proses prediksi selanjutnya. Long Short-Term Memory (LSTM) 

merupakan metode untuk melakukan prediksi yang telah diuji dalam berbagai proses 

penelitian. LSTM merupakan arsitektur dari Reccurent Neural Network (RNN) yang dapat 

digunakan untuk memproses data sequential sehingga dapat digunakan untuk prediksi data 

yang bersifat time series (Lattifia et al., 2022).  
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Di sisi lain, CNN adalah jenis jaringan saraf yang sering digunakan untuk analisis 

citra dan data yang memiliki dimensi spasial. Meskipun CNN lebih dikenal dalam bidang 

pengolahan citra, algoritma ini juga telah diterapkan dalam berbagai aplikasi time series 

dengan hasil yang memuaskan. CNN mampu mengenali pola dan fitur penting dalam data 

melalui proses konvolusi, yang memungkinkan model untuk mempelajari representasi data 

yang lebih baik (Widiputra et al., 2021). 

Penerapan LSTM dan CNN dalam forecasting kelembaban udara memungkinkan 

untuk memanfaatkan informasi historis dengan lebih efisien dan meningkatkan 

kemampuan prediksi terhadap perubahan cuaca yang cepat dan kompleks. Dengan 

membandingkan kinerja dari kedua algoritma ini, penelitian ini bertujuan untuk 

mengidentifikasi model yang paling efektif dalam memberikan prediksi kelembaban udara 

yang akurat. 

Dengan membandingkan kinerja dari kedua algoritma tersebut, diharapkan dapat 

diperoleh model yang paling efektif dan akurat untuk digunakan dalam forecasting 

kelembaban udara di wilayah kota Medan. Prediksi kelembaban udara yang akurat dapat 

membantu pemerintah dan industri dalam mengambil tindakan preventif dan perencanaan 

yang lebih baik, seperti manajemen sumber daya air, pertanian, kesehatan masyarakat, dan 

mitigasi bencana. 

Oleh karena itu, penelitian ini tidak hanya akan berkontribusi dalam bidang ilmu 

pengetahuan dan teknologi, tetapi juga memiliki implikasi praktis yang signifikan. Dengan 

menggunakan deep learning yang memanfaatkan jaringan saraf tiruan seperti LSTM dan 

CNN, diharapkan model forecasting kelembaban udara dapat belajar dan mengekstraksi 

pola yang kompleks dari data historis, sehingga memberikan prediksi yang lebih baik dan 

adaptif terhadap perubahan cuaca. Hal ini akan meningkatkan kemampuan masyarakat dan 

pemerintah untuk merespons perubahan lingkungan dengan lebih efektif dan efisien. 
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1.2. Rumusan Masalah 

Rumusan masalah dalam penelitian ini yaitu bagaimana kinerja algoritma Long 

Short-Term Memory (LSTM) dan Convolutional Neural Network (CNN) dalam 

melakukan forecasting kelembaban udara di kota Medan, serta manakah di antara kedua 

algoritma tersebut yang memiliki kinerja terbaik untuk melakukan forecasting kelembaban 

udara di kota Medan? 

1.3. Batasan Masalah 

Terdapat beberapa batas permasalahan dalam penelitian ini yaitu:  

a. Penelitian ini hanya membandingkan kinerja dari algoritma LSTM dan CNN 

dalam melakukan forecasting kelembaban udara di Kota Medan. 

b. Data yang digunakan terbatas pada data historis kelembaban udara di kota 

Medan.  

c. Evaluasi kinerja menggunakan metrik evaluasi MSE dan RMSE untuk 

melakukan perbandingan kinerja forecasting kelembaban udara.  

d. Penulis tidak memasukan faktor-faktor lain yang dapat mempengaruhi 

kelembaban udara seperti curah hujan atau suhu udara. 

1.4. Tujuan Penelitian 

a. Membuat model deep learning menggunakan algoritma LSTM dan model deep 

learning menggunakan algoritma CNN untuk peramalan kelembaban udara di 

kota Medan. 

b. Menganalisis kinerja algoritma LSTM dalam memprediksi kelembaban udara di 

kota Medan. 

c. Menganalisis kinerja algoritma CNN dalam memprediksi kelembaban udara di 

kota Medan. 
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d. Mengetahui Kinerja yang paling efektif antara model deep learning 

menggunakan algoritma LSTM dan model deep learning menggunakan 

algoritma CNN untuk forecasting kelembaban udara di Kota Medan. 

1.5. Manfaat Penelitian 

a. Kontribusi Ilmiah: Memberikan kontribusi dalam pengembangan metodologi 

forecasting menggunakan teknik deep learning untuk keperluan prediksi 

kelembaban udara. 

b. Praktis: Memberikan rekomendasi tentang algoritma yang paling cocok dan 

akurat untuk digunakan oleh pemerintah daerah atau lembaga terkait dalam 

merencanakan kebijakan lingkungan, pertanian, dan kesehatan masyarakat di 

kota Medan. 

c. Pengembangan Teknologi: Mendorong pengembangan teknologi forecasting 

yang lebih canggih dan adaptif terhadap perubahan lingkungan dan cuaca. 

d. Peningkatan Responsif Masyarakat: Memberikan informasi yang lebih akurat 

dan tepat waktu kepada masyarakat mengenai kondisi kelembaban udara, 

sehingga meningkatkan kesadaran dan responsif terhadap potensi risiko 

lingkungan.
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BAB II 

LANDASAN TEORI 

 

2.1. Landasan Teori 

2.1.1. Kelembaban Udara  

Kelembaban udara adalah jumlah dari uap air yang terkandung dalam udara atau 

atmosfer. Besarnya tingkat kelembaban udara tergantung pada seberapa banyak uap air 

yang masuk ke atmosfer, yang dihasilkan dari penguapan air yang ada di lautan, danau, 

sungai, dan air tanah. Selain itu, penguapan dari tumbuhan yang disebut proses traspirasi 

juga berkontribusi. Banyaknya air di dalam udara bergantung banyak faktor, antara lain 

ketersediaan air, sumber uap, suhu udara, tekanan udara, dan angin.  

Kelembaban udara dapat diukur dengan berbagai cara, termasuk kelembaban 

mutlak, kelembaban relatif (nisbi), dan defisit tekanan uap air. Kelembaban udara nisbi 

memiliki pengertian sebagai nilai perbandingan antara jumlah dari uap air yang ada di 

udara saat pengukuran (e) dengan jumlah uap air maksimum (e_m) yang bisa ditampung 

udara pada suhu dan tekanan tersebut (Fadholi, 2013). Persamaan untuk kelembaban udara 

nisbi adalah sebagai berikut: 

𝑅𝐻 =  
𝑒

𝑒𝑚
 × 100                                                                                                                    (1) 

Dengan memahami kelembaban udara, kita dapat lebih baik memprediksi kondisi 

cuaca dan iklim, serta mengantisipasi perubahan lingkungan yang mungkin terjadi. 

Kelembaban yang cukup besar memberi petunjuk langsung bahwa udara memiliki 

kandungan uap air yang signifikan, yang penting untuk berbagai fenomena atmosfer 

(Alizkan, 2017). 

2.1.2. Time Series 

Time series adalah rangkaian data yang terdiri dari nilai-nilai pengamatan yang 

diukur selama kurun waktu tertentu dengan interval waktu yang sama. Analisis time series 



8 

 

 
 

memungkinkan untuk memahami kejadian di masa lalu dan memprediksi apa yang 

mungkin terjadi di masa depan. Time series bermanfaat di berbagai bidang, termasuk 

ekonomi, sains, bisnis, dan Teknik. Time series dapat mengidentifikasi tren, pola musiman, 

dan fluktuasi berulang yang membantu dalam pengambilan keputusan dan perencanaan 

strategis yang lebih efektif. Penerapan time series meliputi analisis pasar saham, peramalan 

cuaca, prediksi penjualan, dan pengelolaan rantai pasokan (Imaduddin et al., 2023). 

Secara Umum time series terbagi menjadi dua kelompok besar yaitu univariate dan 

multivariate. 

a. Univariate Time Series adalah analisis data yang hanya melibatkan satu 

variabel yang diamati sepanjang waktu. Deret waktu ini hanya fokus pada satu 

aspek dimensi data, dan bagaimana nilainya berubah dari waktu ke waktu. 

Univariate digunakan ketika ingin membuat suatu prediksi dari satu variabel, 

terutama jika data historis tersedia untuk variabel tersebut. Teknik ini sangat 

umum dan mendasar karena sering diterapkan secara umum di berbagai bidang 

seperti ekonomi, keuangan, prakiraan cuaca, dan prakiraan permintaan dalam 

manajemen rantai pasokan. Tujuan dari analisis univariate adalah untuk 

memahami pola dan tren data, memprediksi nilai masa depan, dan menjelaskan 

faktor-faktor yang mempengaruhi perubahan data. 

b. Multivariate Time Series adalah analisis data yang melibatkan beberapa 

variabel yang diamati secara bersamaan sepanjang waktu. Setiap variabel tidak 

hanya bergantung pada nilai masa lalunya (historis), tetapi juga memiliki 

ketergantungan atau hubungan dengan variabel lainnya. Analisis deret waktu 

multivariate bertujuan untuk memahami hubungan antar variabel, 

memprediksi nilai masa depan beberapa variabel secara bersamaan, dan 

menjelaskan faktor-faktor yang mempengaruhi perubahan nilai variabel-

variabel tersebut (Al Haromainy et al., 2021). 
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2.1.3. Forecasting 

Forecasting adalah istilah usaha untuk memperkirakan, memprediksi, apa yang 

akan terjadi pada masa mendatang. Peramalan menjadi sangat penting karena masa depan 

selalu penuh dengan ketidakpastian, dan waktu antara kesadaran akan suatu perubahan dan 

pelaksanaan kebijakan untuk merespons perubahan tersebut seringkali memerlukan 

perencanaan yang matang. forecasting memudahkan dalam menganalisis pola dan perilaku 

data masa lalu, memberikan wawasan yang berharga untuk perencanaan masa depan. 

Pendekatan ini memungkinkan untuk menyusun dan menerapkan solusi yang lebih 

pragmatis dan sistematis. 

Forecasting tidak hanya membantu dalam merencanakan dan mengelola sumber 

daya dengan lebih efisien, tetapi juga meningkatkan tingkat keyakinan terhadap keakuratan 

prediksi yang dibuat. Dengan memahami tren historis dan pola yang berulang, pelaku usaha 

dan pembuat kebijakan dapat mengambil keputusan yang lebih tepat, terinformasi, dan 

meminimalkan resiko (Alfandi & Sihite, 2022). 

2.1.4. Machine Learning 

Machine learning adalah bagian dari kecerdasan buatan (AI) yang memungkinkan 

sistem komputer menjadi cerdas tanpa aturan yang ditentukan langsung oleh manusia. 

Machine learning memungkinkan untuk mengenali pola dari data yang digunakan sebagai 

data latih sehingga bisa menghasilkan model yang dapat digunakan untuk melakukan 

prediksi (regresi) atau pengelompokan data (klasifikasi). 

Machine learning membutuhkan data sebagai input untuk menganalisis kumpulan 

data besar dan menemukan pola tertentu. Dalam machine learning, data latih (training data) 

berfungsi untuk melatih algoritma dan data uji (testing data) berfungsi untuk mengevaluasi 

kinerja model saat menghadapi data baru yang belum pernah digunakan dalam pelatihan 

(Haris et al., 2022). 
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Machine learning adalah bidang dalam kecerdasan buatan yang berfokus pada 

pengembangan teknik pemrograman yang belajar dari pengalaman sebelumnya. Bidang ini 

sering terkait dengan ilmu statistik dan optimasi, karena menggunakan metode tersebut 

untuk meningkatkan kinerja dan akurasi model yang dibuat (Mujiasih, 2011). 

Penelitian terkini mengungkapkan bahwa machine learning terbagi menjadi tiga 

kategori utama yaitu, Supervised Learning, Unsupervised Learning, dan Reinforcement 

Learning. Masing-masing kategori memiliki karakteristik, tujuan, dan pendekatan yang 

berbeda dalam memproses dan menganalisis data. Skema dari keterkaitan artificial 

intelligence (AI) dan machine Learning dijelaskan pada gambar berikut. 

 

Gambar 2. 1 Skema Artificial Intelligence dan Machine Learning 

a. Supervised Learning adalah dalah metode pembelajaran di mana model dilatih 

menggunakan kumpulan data yang telah diberi label. Data ini terdiri dari 

pasangan input-output, di mana setiap input memiliki output yang benar yang 

digunakan sebagai panduan untuk melatih model. Metode ini sangat efektif 

untuk tugas-tugas klasifikasi, di mana tujuannya adalah untuk 

mengidentifikasi kategori tertentu dari data, dan regresi, di mana tujuannya 

adalah untuk memprediksi nilai kontinu. Algoritma yang umum digunakan 

dalam supervised learning adalah Linear Regression, Decision Trees, Random 

Forest, Support Vector Machines, k-Nearest Neighbor, dan Neural Networks. 
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b. Unsupervised Learning adalah metode pembelajaran di mana model dilatih 

menggunakan data yang tidak diberi label. Tujuan dari metode ini adalah untuk 

menemukan pola atau struktur tersembunyi dalam data. Teknik ini sangat 

berguna dalam tugas-tugas clustering, di mana data dikelompokkan 

berdasarkan kemiripan atau fitur Bersama, dan asosiasi, yang mencari aturan 

yang menggambarkan hubungan antara variabel dalam data. Algoritma yang 

sering digunakan dalam unsupervised learning termasuk k-means, DBSCAN, 

dan algoritma apriori. 

c. Reinforcement Learning adalah metode pembelajaran di mana model belajar 

untuk membuat keputusan dengan berinteraksi dengan lingkungan yang 

dinamis. Model ini belajar melalui pendekatan trial-and-error, di mana ia 

mencoba berbagai tindakan dan menerima umpan balik dalam bentuk reward 

atau penalti. Tujuannya adalah untuk memaksimalkan total reward sepanjang 

waktu. Pendekatan ini sering digunakan dalam situasi di mana keputusan harus 

dibuat dalam urutan dan hasil dari setiap keputusan mempengaruhi keadaan 

lingkungan selanjutnya. Algoritma umum dalam reinforcement learning 

termasuk Q-learning, SARSA, dan algoritma berbasis penguatan temporal 

difference. Pada umumnya reinforcement learning digunakan untuk 

memecahkan masalah optimisasi yang kompleks dan pengambilan keputusan 

yang adaptif (Roihan et al., 2020). 

2.1.5. Artificial Neural Network 

Artificial neural networks (ANN) adalah kumpulan elemen yang disusun menjadi 

sistem yang bekerja secara paralel. Fungsi sistem ini dipengaruhi oleh kekuatan hubungan 

antar elemen, struktur jaringan, dan proses komputasi dari setiap elemen atau node. Neural 

networks (NN) adalah struktur pemrosesan data yang bekerja secara paralel dan 

terdistribusi, terdiri dari elemen-elemen proses yang memiliki memori lokal dan mampu 
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beroperasi dengan informasi lokal. Setiap elemen proses ini memiliki koneksi keluar 

tunggal yang dapat bercabang ke beberapa koneksi lain menghasilkan sinyal yang sama 

dengan keluaran elemen tersebut. Artificial neural networks dirancang sebagai model 

sistem komputasi yang meniru cara kerja jaringan saraf biologis (Alfandi & Sihite, 2022). 

Artificial neural networks adalah model pengolahan informasi yang terinspirasi 

dari cara kerja sistem saraf biologis, seperti otak manusia. Elemen utama dalam ANN 

adalah struktur sistem pemrosesan informasi yang terdiri dari banyak elemen pemrosesan 

atau neuron yang saling terhubung dan bekerja bersama untuk menyelesaikan masalah 

tertentu. ANN bekerja seperti otak manusia, yaitu belajar melalui contoh. Struktur ANN 

terdiri dari tiga lapisan: lapisan input, lapisan tersembunyi, dan lapisan output. Pada 

dasarnya, ANN menerima input, memproses data, dan memberikan output yang terkait 

dengan input tersebut. Keuntungan ANN adalah kemampuannya untuk mengambil data, 

mendeteksi tren, dan memprediksi pola yang tidak terlihat selama pelatihan, yang dikenal 

sebagai generalisasi (Andrian & Wayahdi, 2014; Faraway & Chatfield, 1998). 

 

Gambar 2. 2 Arsitektur Artificial Neural Network 

Artificial neural networks memiliki tiga komponen utam yang menentukan cara 

kerjanya. Pertama adalah pola hubungan antar neuron yang dikenal sebagai arsitektur 

jaringan yang berfungsi untuk menentukan bagaimana neuron-neuron dalam jaringan 

terhubung satu sama lain. Kedua adalah metode untuk menentukan bobot penghubung, 

yang disebut metode pelatihan, berperan dalam mengatur ketebalan hubungan antar neuron 

berdasarkan data yang dipelajarin. Ketiga adalah fungsi aktivasi yang bertanggung jawab 
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untuk mengubah input yang diterima neuron menjadi output yang digunakan untuk proses 

selanjutnya dalam jaringan. Ketiga elemen ini bekerja sama untuk membentuk dan 

mengoptimalkan jaringan syaraf tiruan agar mampu memecahkan dengan efesien. 

 

Gambar 2. 3 Pola Dasar Artificial Neural Networks 

Output 𝑌 menerima input dari neuron 𝑋1, 𝑋2, dan 𝑋3 dengan bobot hubungan 

masing-masing adalah 𝑊1, 𝑊2, dan 𝑊3. ketiga input tersebut dijumlahkan menjadi 𝑛𝑒𝑡 =

 𝑋1𝑊1 + 𝑋2𝑊2 + 𝑋3𝑊3 (Riadi & Nurmahaludin, 2012). 

2.1.6. Deep Learning 

Sejak tahun 1950-an, salah satu cabang dari Artificial Intelligence (AI) yang 

disebut dengan Machine Learning (ML) telah mengalami perkembangan yang signifikan 

dan telah di implementasi di berbagai bidang. Neural Network (NN) adalah salah satu 

bentuk implementasi dari ML, sedangkan Deep Learning (DL) merupakan salah satu 

implementasi dari neural networks (Muhammad Haris Diponegoro et al., 2021). 

Deep Learning adalah bagian dari machine learning yang menggunakan algoritma 

yang terisnpirasi dari struktur dan fungsi otak manusia yang dikenal sebagai artificial neural 

networks. Deep learning telah berkembang pesat di berbagai bidang seperti penglihatan 

komputer, audio, teks, dan banyak lagi. Hampir semua bidang dapat memanfaatkan 

kemampuan deep learning untuk menyelesaikan masalah yang kompleks (Karyadi, 2022). 
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Deep Learning adalah penerapan jaringan syaraf tiruan yang menggunakan deep 

neural networks untuk menyelesaikan masalah. Banyak masalah yang bisa diatasi dengan 

deep learning, dan terdapat berbagai metode yang bisa digunakan, seperti 

backpropagation, Extreme Machine Learning (EML), dan Long Short-Term Memory 

(LSTM). Deep learning pada umumnya diterapkan pada dataset besar dan melibatkan 

proses komputasi yang rumit (Diandra et al., 2022). 

 

Gambar 2. 4 Taksonomi AI 

Deep Learning terdiri dari beberapa lapisan yang masing-masing merupakan 

kumpulan node tempat perhitungan terjadi. Sebuah node input digabung dengan bobot 

(weight), dan setelah jumlahnya melewati fungsi aktivasi, sinyal akan berlanjut melalui 

jaringan, mempengaruhi hasil akhir. Perbedaan utama antara deep learning dan neural 

network adalah jumlah lapisan tersembunyi yang lebih banyak pada deep learning. Jika ada 

lebih dari tiga lapisan (termasuk input dan output), maka itu memenuhi syarat sebagai deep 

learning. Secara teknis, deep learning adalah machine learning yang memiliki lebih dari 

satu lapisan tersembunyi (Rizki et al., 2020). 
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Gambar 2. 5 Ilustrasi Deep Learning 

2.1.7. Long Short-Term Memory 

Long short-term memory (LSTM) adalah jenis Recurrent Neural Network (RNN) 

yang telah dimodifikasi dengan menambahkan memory cell untuk menyimpan informasi 

dalam jangka waktu yang lama (Diandra et al., 2022). Keunggulan dari LSTM adalah 

kemampuan dalam mengingat sekuens data jangka Panjang yang sulit dicapai dengan 

teknik fitur tradisional (Rizki et al., 2020). 

LSTM dirancang untuk mengatasi masalah vanishing gradient yang sering terjadi 

pada RNN saat memproses data sekuensial yang panjang dan kompleks (Diandra et al., 

2022). LSTM memiliki tiga jenis gate: forget gate, input gate, dan output gate. Forget gate 

memutuskan informasi mana yang harus dihapus dari sel, input gate menentukan nilai input 

yang akan di update dalam state memori, dan output gate menentukan bagaimana 

menghasilkan output setelah memasuki memori sel (Karyadi, 2022). 

LSTM dapat digunakan untuk menangani data sequential dan digunakan untuk 

prediksi data time series. LSTM memiliki kemampuan mendeteksi data yang perlu 

disimpan dan data yang tidak perlu, berkat tiga lapisan neuron yang disebut gates. 

Kelebihan utama LSTM dibandingkan RNN adalah kemampuannya mengingat data time 
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series dan informasi yang memiliki long-term dependency, serta menyimpan informasi 

terdahulu menggunakan sel-sel di dalam LSTM (Lattifia et al., 2022). 

 

Gambar 2. 6 Struktur LSTM 

Keterangan: 

Forget Gate: Menggunakan fungsi aktivasi sigmoid untuk menghasilkan vector (forget 

gate) yang bernilai 0 dan 1. Nilai 0 menunjukan bahwa informasi pada sel sebelumnya 

harus dilupakan sepenuhnya, sementara nilai 1 menunjukan bahwa informasi tersebut harus 

dipertahankan tanpa perubahan. 

𝑓𝑡 =  𝜎(𝑈𝑓𝑥𝑡 + 𝑊𝑓ℎ𝑡−1 + 𝑏𝑓)                                                                                          (2) 

Input Gate: Menerima masukan saat ini dan sebelumnya, kemudian menghasilkan vector 

(update vecktor) yang bernilai antara 0 dan 1. Nilai 0 menunjukan elemen data masukan 

tidak akan diperbarui dan dan diabaikan, sedangkan nilai 1 menunjukan elemen data 

masukan akan sepenuhnya diperbarui dan disimpan dalam sel memori. 

𝑖𝑡 =  𝜎(𝑈𝑖𝑥𝑡 + 𝑊𝑖ℎ𝑡−1 + 𝑏1)                                                                                            (3) 

Setelah melewati input gate, LSTM menggunakan aktivasi tanh untuk menghasilkan vector 

nilai baru yang akan disimpan dalam sel memori (memory cell). Fungsi ini berguna untuk 

membantu dalam mengontrol aliran informasi dalam sel memori dengan menghilangkan 

skala dari nilai yang dipertimbangkan. 

�̃�𝑡 = tanh(𝑢𝑐𝑥𝑡 + 𝑤𝑐ℎ𝑡−1 + 𝑏𝑐)                                                                                       (4) 
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Cell state: Proses ini memperbarui nilai pada memory cell sebelumnya dengan nilai baru 

tersebut. LSTM menggunakan operasi perkalian elemen-wise (element-wise 

multiplication) antara ouput dari forget gate dan input gate untuk menggabungkan 

informasi dari kedua gates tersebut untuk memperbarui nilai pada memory cell. 

𝑐𝑡 =  𝑓𝑡 ∗ 𝑐𝑡−1 + 𝑖𝑡 ∗ �̃�𝑡                                                                                                     (5) 

Output Gate: Output gate pada LSTM menerima input saat ini dan sebelumnya, kemudian 

menggunakan fungsi aktivasi sigmoid untuk menghasilkan vector (output vector) yang 

bernilai antara 0 dan 1. Nilai 0 menunjukan informasi dalam memory cell akan diabaikan, 

dan nilai 1 menunjukan informasi tersebut secara sepenuhnya akan dikeluarkan. 

𝑜𝑡 =  𝜎(𝑈𝑜𝑥𝑡 + 𝑊𝑜ℎ𝑡−1 + 𝑏𝑜)                                                                                              (6) 

Dengan mengalikan Output gate dengan nilai memory cell state yang baru, LSTM akan 

memberikan hasil akhir dari proses tersebut (Kristiana & Miyanto, 2023). 

ℎ𝑡 =  𝑜𝑡 ∗ tanh(𝑐𝑡)                                                                                                               (7) 

2.1.8. Convolutional Neural Network 

Convolutional Neural Network (CNN) merupakan pengembangan dari Multilayer 

Perceptron (MLP) yang dirancang untuk mengolah data dua dimensi. CNN termasuk dalam 

jenis deep learning karena kedalaman jaringannya yang signifikan dan terdiri dari layer 

dengan susunan 3D (lebar, tinggi, dan kedalaman). Secara umum, CNN dibagi menjadi dua 

layer utama: layer ekstraksi dan layer klasifikasi. Layer ekstraksi terletak di awal arsitektur 

dan terdiri dari neuron yang saling terhubung dengan local region sebelumnya, sedangkan 

layer klasifikasi terdiri dari neuron yang terhubung penuh dengan layer lainnya (Ihsan, 

2021). 

CNN didefinisikan sebagai kelas neural network yang memiliki kemampuan 

khusus untuk memproses data dengan topologi seperti grid. CNN telah terbukti efektif 

dalam pengenalan gambar, pengelompokan video, analisis dokumen, dan klasifikasi serta 

prediksi data deret waktu seperti peramalan kelembaban udara. Dengan kemampuan untuk 
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mengenali dan mengekstrak fitur serta fitur local perception dan weight sharing yang 

meningkatkan efisiensi pembelajaran, CNN dapat mengatasi masalah komputasi yang 

kompleks (Widiputra et al., 2021). 

Selain untuk deteksi dan pengenalan objek, CNN juga efektif dalam peramalan 

cuaca termasuk kelembaban udara karena kemampuannya dalam menangkap variasi 

lingkungan. Arsitektur konvolusinya yang sederhana dan jelas menyederhanakan 

klasifikasi tanpa memerlukan fitur yang direkayasa. CNN menggunakan operasi linier 

khusus yang dikenal sebagai konvolusi di setidaknya satu layer jaringannya. 

Kemampuannya untuk menangkap pemetaan non-linear antara berbagai area seperti ruang 

fitur dan ruang label menjadikannya sangat efektif dalam deskripsi dan klasifikasi gambar 

serta peramalan kelembaban udara (Kareem et al., 2021). 

 

Gambar 2. 7 Struktur Convolutional Neural Network 

Keterangan: 

Input Layer: Lapisan ini memiliki N ×k neurons, k menunjukan jumlah variasi dari deret 

waktu input N menyatakan panjang dari setiap deret waktu univariat. 

Convolutional Layer: Melakukan operasi konvolusi dengan filter konvolusi pada deret 

waktu lapisan sebelumnya. Beberapa parameter yang harus ditentukan adalah jumlah filter 

m, langkah konvolusi s, dan ukuran filter k×l, di mana k menunjukan jumlah variasi dari 

deret waktu di lapisan sebelumnya dan l sebagai panjang filter.  
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Pooling Layer: Peta fitur dibagi menjadi N segmen dengan panjang yang sama, kemudian 

setiap segmen direpresentasikan oleh nilai rata-rata atau maksimum. Kegunaan dari operasi 

pooling adalah menurunkan sampel output konvolusi, sehingga mengurangi variabilitas 

dalam aktivasi tersembunyi. 

Feature Layer: Setelah beberapa operasi konvolusi dan pooling, seri waktu asli 

direpresentasikan oleh serangkaian peta fitur. Menghubungkan semua peta fitur untuk 

menghasilkan seri waktu panjang baru sebagai representasi akhir dari input asli dalam 

lapisan fitur.  

Output layer: Lapisan output memiliki n neuron, sesuai dengan n kelas dari seri waktu. 

Lapisan ini terhubung sepenuhnya ke lapisan fitur (Zhao et al., 2017).  

2.1.9. Python 

Python adalah bahasa pemrograman interpretatif multiguna dengan filosofi 

perancangan yang menekankan keterbacaan kode. Bahasa ini mendukung berbagai 

paradigma pemrograman dan menawarkan banyak fitur, termasuk manajemen memori 

otomatis (Ihsan, 2021). 

Python juga merupakan bahasa pemrograman berorientasi objek yang dinamis, 

cocok untuk berbagai jenis pengembangan perangkat lunak. Bahasa ini mendukung 

integrasi kuat dengan bahasa pemrograman lain dan alat bantu lainnya. Python dilengkapi 

dengan pustaka standar yang besar dan komprehensif, memungkinkan pengguna 

mempelajarinya dalam waktu singkat. Kombinasi kapabilitas dan sintaksis yang jelas 

menjadikan Python pilihan populer di kalangan pengembang (Nugroho et al., 2020).   

2.1.10. Tensorflow 

Tensorflow adalah framework machine learning open-source yang dikembangkan 

dan didukung oleh Google, bertujuan untuk mendukung penelitian dan pengembangan 

dalam bidang komputer cerdas. TensorFlow menyediakan antarmuka yang fleksibel, 
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memungkinkan pengguna untuk mengekspresikan algoritma machine learning dengan 

mudah dan menjalankannya di berbagai sistem operasi dan perangkat keras. 

Salah satu keunggulan utama TensorFlow adalah kemampuannya untuk 

menangani berbagai macam tugas dalam data science, mulai dari pengenalan gambar dan 

suara hingga pemrosesan bahasa alami dan analisis prediktif. TensorFlow telah menjadi 

salah satu library paling populer dalam komunitas data science, didukung oleh sejumlah 

besar pengembang dan komunitas pengguna yang aktif.  

Selain itu, TensorFlow terus diperbarui dengan fitur-fitur terbaru yang mendukung 

perkembangan teknologi machine learning, seperti kemampuan untuk melakukan training 

model pada skala besar dan integrasi dengan alat-alat lain dalam ekosistem data science. 

Keberadaan dokumentasi yang luas dan berbagai tutorial juga memudahkan para 

pengembang dan peneliti baru untuk memulai dan mengimplementasikan proyek-proyek 

menggunakan TensorFlow (Ihsan, 2021). 

2.1.11. Matplotlib  

Matplotlib adalah salah satu library visualisasi data yang paling populer digunakan 

dalam bahasa pemrograman Python. Library ini dibangun oleh John Hunter bersama 

dengan beberapa kontributor lainnya, yang telah menginvestasikan banyak waktu untuk 

mengembangkan perangkat lunak ini sehingga dapat digunakan oleh ilmuwan dan filosof 

di seluruh dunia.  Matplotlib adalah library grafis yang integral dalam paket visualisasi data 

Python dan didukung dengan baik oleh NumPy, Pandas, dan library terkait lainnya (Sial et 

al., 2021). 

Matplotlib adalah library visualisasi data yang terkenal dan banyak digunakan 

dalam Python. Library ini menyediakan berbagai macam plot 2D dan 3D yang dapat 

disesuaikan, termasuk scatter plot, line plot, histogram, dan banyak lagi. Matplotlib 

dibangun di atas array NumPy dan sangat kompatibel dengan library Python lainnya seperti 

Pandas, NumPy, dan scikit-learn. Selain itu, Matplotlib memiliki lingkungan interaktif 
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yang dapat digunakan di berbagai platform, yang memungkinkan peneliti untuk membuat 

visualisasi data yang kompleks dan berinteraksi dengan visualisasi tersebut secara real-

time. 

Matplotlib telah banyak digunakan dalam penelitian sebagai alat visualisasi data 

yang kuat, yang memungkinkan peneliti untuk mengkomunikasikan temuan mereka 

dengan efektif. Beberapa cara Matplotlib membantu dalam penelitian meliputi: 

memvisualisasikan data kompleks dengan berbagai opsi visualisasi seperti line plot, scatter 

plot, histogram, dan heatmap; menyediakan interaktivitas yang memungkinkan manipulasi 

visualisasi secara real-time; dan memastikan reproduksibilitas dengan visualisasi 

berkualitas publikasi yang dapat dengan mudah direproduksi dalam makalah penelitian, 

presentasi, dan materi lainnya. Integrasi yang mudah dengan alat dan paket Python lainnya, 

seperti NumPy, Pandas, dan SciPy, membuat Matplotlib menjadi alat yang sangat berguna 

bagi para peneliti untuk menganalisis dan mengkomunikasikan temuan mereka melalui 

visualisasi data yang efektif (Lavanya et al., 2023).   

2.1.12. Google Colab 

Google Colaboratory, atau yang lebih dikenal dengan Google Colab, adalah 

layanan open-source yang disediakan oleh Google untuk pengguna Gmail. Google Colab 

memberikan akses ke GPU untuk pengguna yang tidak memiliki sumber daya yang cukup. 

Layanan ini menyediakan 12.72 GB RAM dan 358.27 GB ruang hard disk dalam satu 

runtime yang berlangsung selama 12 jam sebelum direset. Pengguna harus memilih jenis 

runtime setiap kali membuka file Google Colab, dengan pilihan None (menggunakan CPU 

komputer pengguna), GPU, atau TPU (untuk pemrosesan tensor). Google Colab pada 

dasarnya adalah Jupyter Notebook online dengan semua fungsionalitas yang dimilikinya, 

termasuk kemampuan untuk mengunduh dataset langsung dari Google Drive atau Kaggle 

(Kanani & Padole, 2019). 
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Google Colaboratory, atau Colab, adalah proyek yang bertujuan untuk 

menyebarkan pendidikan dan penelitian machine learning. Notebook Colaboratory 

berbasis Jupyter dan bekerja seperti Google Docs, memungkinkan berbagi dan kolaborasi 

pada notebook yang sama. Google Colab menyediakan runtime Python 2 dan 3 yang telah 

dikonfigurasi dengan pustaka penting untuk machine learning dan kecerdasan buatan, 

seperti TensorFlow, Matplotlib, dan Keras. Mesin virtual (VM) di bawah runtime akan 

dinonaktifkan setelah beberapa waktu, menyebabkan data dan konfigurasi pengguna 

hilang, tetapi notebook tetap disimpan dan file dapat ditransfer dari hard disk VM ke akun 

Google Drive pengguna. Infrastruktur Google Colaboratory di hosting di platform Google 

Cloud (Carneiro et al., 2018). 

2.1.13. Visual Studio Code 

Visual Studio Code adalah editor kode sumber yang ringan namun sangat kuat, 

tersedia untuk berbagai sistem operasi termasuk Windows, macOS, dan Linux. Editor ini 

mendukung berbagai bahasa pemrograman secara bawaan, seperti JavaScript, TypeScript, 

dan Node.js, membuatnya ideal untuk pengembangan web dan aplikasi. Selain dukungan 

bawaan, Visual Studio Code memiliki ekosistem ekstensi yang sangat kaya. Pengguna 

dapat menambahkan ekstensi untuk berbagai bahasa pemrograman lainnya seperti C++, 

C#, Java, Python, PHP, dan Go, serta untuk berbagai runtime seperti .NET dan Unity. 

Kemampuan untuk menyesuaikan editor dengan ekstensi membuat Visual Studio 

Code sangat fleksibel dan dapat disesuaikan dengan kebutuhan pengembang. Editor ini 

juga dilengkapi dengan fitur-fitur canggih seperti debugging, kontrol versi Git terintegrasi, 

dan berbagai alat pengembang lainnya yang mempermudah proses pengembangan. 

Antarmuka yang user-friendly dan performa yang cepat menjadikan Visual Studio Code 

pilihan populer di kalangan pengembang, baik pemula maupun profesional. Selain itu, 

komunitas pengguna dan pengembang yang aktif terus berkontribusi pada pengembangan 
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ekstensi dan peningkatan fitur, memastikan bahwa Visual Studio Code selalu up-to-date 

dengan teknologi terbaru (Romzi & Kurniawan, 2020). 

2.1.14. Penelitian Terdahulu 

Tabel 2. 1 Penelitian Terdahulu 

No Pengarang & 

Tahun 

Judul Penelitian Kesimpulan 

1 (Widiputra et al., 

2021) 

Prediksi Indeks BEI 

dengan Ensemble 

Convolutional Neural 

Network dan Long 

Short-Term Memory. 

Studi ini mengusulkan 

model CNN-LSTM untuk 

memprediksi nilai indeks 

saham esok hari dengan 

akurasi tertinggi dan 

RMSE terendah. Model 

ini menggabungkan CNN 

untuk ekstraksi fitur dan 

LSTM untuk prediksi, 

diuji dengan data Bursa 

Efek Indonesia, 

memberikan referensi 

bagi investor dalam 

pengambilan keputusan 

investasi dan penelitian 

keuangan. 

2 (Alfandi & Sihite, 

2022) 

Penerapan Metode 

CNN-LSTM Dalam 

Memprediksi Hujan 

Studi ini menyimpulkan 

bahwa metode CNN-

LSTM efektif untuk 
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Pada Wilayah Kota 

Medan 

memprediksi curah hujan 

di Medan. Algoritma 

CNN-LSTM 

menggunakan arsitektur 

dengan 2 lapisan 

tersembunyi dan dilatih 

dengan 400 epochs dan 

batch_size 6, 

menghasilkan prediksi 

yang semakin baik dari 

tahun ke tahun dengan 

nilai RMSE rendah 

sebesar 0.08, 

menunjukkan akurasi 

yang tinggi dalam 

memprediksi curah hujan. 

3 (M Devid Alam 

Carnegie & 

Chairani, 2023) 

Perbandingan Long 

Short-Term Memory 

(LSTM) dan Gated 

Recurrent Unit (GRU) 

Untuk Memprediksi 

Curah Hujan. 

Analisis menggunakan 

LSTM dan GRU untuk 

prediksi curah hujan 

menunjukkan bahwa 

LSTM 1, dengan 

pembagian dataset 7:3, 

memiliki kinerja terbaik 

(RMSE 16.81, MSE 

282.55, MAD 10.43). 

Model GRU 1 (7:3) 
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terbaik untuk prediksi 

hujan/tidak hujan (akurasi 

62%, presisi 58%, recall 

66%, f1 score 62%). 

Disarankan untuk 

penelitian selanjutnya 

menambah jumlah data, 

mempertimbangkan fitur 

penguapan dan musim, 

serta menggunakan model 

kompleks seperti CNN 

atau ANN dengan epoch 

lebih banyak untuk 

prediksi yang lebih akurat 

dalam menghadapi 

kondisi cuaca yang 

kompleks. 
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BAB III 

METODOLOGI PENELITIAN 

 

3.1.  Gambaran Umum Objek penelitian 

Penelitian ini adalah sebuah studi eksperimental yang menggunakan dataset online 

yang dikumpulkan secara mandiri melalui situs web Badan Meteorologi Klimatologi dan 

Geofisika (BMKG). Karya ilmiah ini bertujuan untuk menganalisis kinerja algoritma deep 

learning dalam melakukan forecasting dengan tujuan menemukan algoritma terbaik dalam 

melakukan forecasting kelembaban udara, dengan harapan dapat menemukan algoritma 

terbaik untuk tujuan tersebut. 

Langkah pertama dalam penelitian ini adalah pengumpulan data dari database 

online yang disediakan oleh Badan Meteorologi Klimatologi dan Geofisika (BMKG), UPT 

Balai Besar Meteorologi Klimatologi dan Geofisika Wilayah I. Untuk proses pembersihan 

data dan pembangunan model, penelitian ini menggunakan metode utama Tensorflow dan 

bahasa pemrograman Python. Selain itu, Google Colab dan Visual Studio Code digunakan 

sebagai lingkungan pengembangan (IDE) untuk analisis data. 

Dengan demikian, penelitian ini tidak hanya fokus pada pengumpulan dan 

pembersihan data, tetapi juga pada pengembangan model deep learning yang efektif untuk 

peramalan kelembaban udara, memanfaatkan alat dan teknologi terbaru dalam bidang data 

science dan machine learning. Penelitian ini diharapkan dapat memberikan kontribusi 

signifikan dalam pemahaman serta penerapan algoritma deep learning pada bidang 

meteorologi
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Gambar 3. 1 Alur Penelitian 
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3.2. Data collection 

Data kelembaban udara yang digunakan dalam penelitian ini diambil dari dataset 

online yang disediakan oleh Badan Meteorologi Klimatologi dan Geofisika (BMKG), UPT 

Balai Besar Meteorologi Klimatologi dan Geofisika Wilayah I. Dataset yang diperoleh 

merupakan data time series yang mencakup periode dari januari 2010 hingga februari 2024. 

Data ini sangat penting dalam analisis karena memberikan informasi kelembaban udara 

dalam jangka waktu yang panjang, memungkinkan untuk identifikasi tren jangka panjang 

dan pola musiman. Proses pengumpulan data ini melibatkan unduhan dari sumber resmi 

yang terpercaya untuk memastikan bahwa data yang digunakan adalah akurat dan dapat 

diandalkan. Pada tahapan selanjutnya data ini akan diproses dan dibersihkan untuk 

menghilangkan anomali atau nilai yang hilang sebelum digunakan dalam model. 

penggunaan data time series ini memungkinkan model untuk memprediksi kelembaban 

udara di masa depan berdasarkan pola yang telah teridentifikasi dari data historis. 

Tangg

al 

Tn Tx Tav

g 

RH_av

g 

RR ss ff_x ddd_

x 

ff_av

g 

ddd_ca

r 

01-01-
2010 24 32,4 25,9 85 0 1,5     

02-01-

2010 24 31,6 27,6 83 5 0,5     
03-01-
2010 24 29,6 27 86 24 3,2     

04-01-

2010 24 32 27,4 84 0 4,1     
05-01-
2010 24 34,4 27,8 80 8 4,2     
…. … … … … … … … … … … 

25-02-
2022 24,6 33,4 30,3 72 0 7,8 5 60 1 C 

26-02-

2022 24 32,2 29,8 73  2,6 6 100 2 C 

27-02-
2022 23,8 35 31,3 63  3,6 5 30 2 NE 

28-02-

2022 24,6 35,3 31,4 63  5,4 7 70 2 E 

29-02-
2024 24,6 32,2 29,3 79  6,3 5 30 1 C 

 

Gambar 3. 2 Dataset yang telah diunduh dari situs web BMKG 
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3.3. Exploratory Data Analysis (EDA) 

Exploratory data analysis atau EDA merupakan langkah awal yang penting dalam 

penelitian ini untuk menganalisis dan mengevaluasi data. Pada penelitian ini, EDA 

dilakukan pada dataset kelembaban udara yang diperoleh dari Badan Meteorologi 

Klimatologi dan Geofisika (BMKG), UPT Balai Besar Meteorologi Klimatologi dan 

Geofisika Wilaya I. Tujuan utama dari EDA adalah untuk memahami kualitas data yang 

akan digunakan, sehingga potensi kesalahan di kemudian hari dapat diminimalkan. Melalui 

EDA, peneliti dapat mengeksplorasi isi dan komponen penyusun data secara mendalam. 

Proses ini melibatkan investigasi awal terhadap dataset kelembaban udara dimana 

penulis berusaha untuk menemukan pola, anomali, dan frekuensi yang ada. Teknik-teknik 

statistik serta representasi grafis digunakan secara ekstensif dalam EDA untuk 

memvisualisasikan data dengan lebih jelas. Pada tahapan EDA ini, penulis menggunakan 

Box Plot untuk mendeteksi outlier dan memahami sebaran data. Dengan demikian, EDA 

tidak hanya membantu penulis dalam memahami struktur data, tetapi juga memungkinkan 

identifikasi awal masalah yang mungkin timbul, seperti data yang hilang atau outlier yang 

signifikan. Melalui pendekatan ini, penulis dapat meningkatkan kualitas dan akurasi data 

secara signifikan. 

 

Gambar 3. 3 Visualisasi Box Plot Untuk Mendeteksi Outlier Pada Dataset 
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3.4. Data Preprocessing 

Data preprocessing adalah tahap di mana penulis mengolah data lebih lanjut 

sehingga menjadi siap pakai dalam pengembangan model. Pada proses ini penulis 

mengubah dan mentransformasi fitur-fitur data ke dalam bentuk yang mudah 

interpretasikan dan diproses oleh model. Proses data cleaning dan data transformation 

termasuk dalam tahapan data preprocessing yang dilakukan oleh penulis.  

Tahapan yang dilakukan dalam proses data cleaning adalah penanganan missing 

value, data yang tidak konsisten, duplikasi data, dan ketidak seimbangan data. Sedangkan 

dalam proses transformasi data, penulis akan melakukan scaling atau merubah skala data 

agar sesuai dengan skala tertentu dengan standarisasi. Standarisasi adalah langkah dasar 

dalam machine learning sebelum pelatihan untuk menghapus rata-rata dari data. Metode 

standarisasi didasarkan pada rata-rata (mean) dan standar deviasi. Standarisasi suatu dataset 

melibatkan pengubahan skala distribusi nilai, sehingga nilai rata-rata (mean) menjadi 0 dan 

standar deviasi adalah 1.  

𝑥′ =  
𝑥− µ

𝜎
                                                                                                                              (8) 

Pada tahapan ini juga penulis akan melakukan proses train-test split untuk 

membagi data menjadi 70% data latih, 15% data validasi dan 15% data uji. Namun 

pembagian ini akan disesuaikan tergantung pada kebutuhan dan sifat data yang dimiliki 

pada proses pengembangan model. 

𝐷𝑎𝑡𝑎 𝐿𝑎𝑡𝑖ℎ = 𝐽𝑢𝑚𝑙𝑎ℎ 𝐷𝑎𝑡𝑎 ×  
70

100
                                                                                    (9) 

𝐷𝑎𝑡𝑎 𝑉𝑎𝑙𝑖𝑑𝑎𝑠𝑖 = 𝐽𝑢𝑚𝑙𝑎ℎ 𝐷𝑎𝑡𝑎 ×  
15

100
                                                                                           (10) 

𝐷𝑎𝑡𝑎 𝑈𝑗𝑖 =  𝐽𝑢𝑚𝑙𝑎ℎ 𝐷𝑎𝑡𝑎 ×  
15

100
                                                                                               (11) 

3.5. Model Architecture 

Pada tahapan ini, penulis akan melakukan pemilihan model yang akan digunakan 

dalam membangun model yang dapat melakukan forecasting kelembaban udara. Tujuan 
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utama dari tahapan ini adalah untuk menetukan model yang memiliki akurasi dan 

efektivitas terbaik dalam melakukan forecasting.  Pada penelitian ini, penulis memilih dua 

jenis model untuk dikembangkan, yaitu Long Short-Term Memory (LSTM) dan 

Convolutional Neural Network (CNN).  

LSTM dipilih karena kemampuannya yang unggul dalam menangani data deret 

waktu dengan pola-pola jangka panjang yang kompleks, berkat mekanisme memorinya 

yang memungkinkan informasi penting untuk dipertahankan dan informasi yang tidak 

relevan untuk dihapus. Sementara itu, CNN dipilih karena kehandalan model ini dalam 

mengenali pola-pola yang kompleks dan kemampuan dalam mengekstrak fitur-fitur 

penting dari data, yang dapat diaplikasikan secara efektif pada data deret waktu untuk 

mendeteksi tren dan variasi yang signifikan. Kedua model ini diharapkan dapat 

memberikan hasil yang optimal dalam forecasting kelembaban udara. 

3.5.1. Long Short-Term Memory Architecture 

Arsitektur model Long Short-Term Memory (LSTM) yang dirancang oleh penulis 

dalam penelitian ini bertujuan untuk membangun model peramalan kelembaban udara. 

LSTM adalah jenis jaringan saraf tiruan yang cocok untuk memproses data sekuensial dan 

menangkap hubungan temporal dalam data. Model ini dirancang dengan memperhatikan 

berbagai parameter penting, seperti jumlah layer LSTM, jumlah neuron dalam setiap layer, 

serta fungsi aktivasi yang digunakan, untuk menghasilkan prediksi kelembaban udara yang 

akurat. Berikut adalah komponen utama dari arsitektur yang digunakan: 

a. Input Layer: Lapisan input menerima data historis kelembaban udara yang 

telah di preproses. 

b. LSTM Layers: Menggunakan bebera lapisan Longs Short-Term Memory 

untuk menangkap hubungan temporal dalam data historis kelembaban udara. 

c. Dense Layers: Merupakan lapisan fully connected untuk menggabungkan 

fitur dan membuat prediksi akhir. 
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d. Output Layer: Lapisan output yang menghasilkan prediksi kelembaban udara 

untuk periode waktu tertentu di masa depan. 

 

Gambar 3. 4 Layer Long Short-Term Memory 

3.5.2. Convolutional Neural Network Architecture 

Pada tahap selanjutnya, penulis melakukan desain arsitektur kedua menggunakan 

Convolutional Neural Network (CNN) yang akan digunakan untuk melakukan forecasting 

kelembaban udara. CNN adalah jenis jaringan saraf tiruan yang cocok untuk memproses 

data spasial dan juga dapat untuk data sequential dengan penyesuaian tertentu. Model ini 

dirancang dengan memperhatikan berbagai parameter penting seperti jumlah layer 

Convolutional, jumlah neuron dalam setiap layer, serta fungsi aktivasi yang digunakan, 

untuk menghasilkan prediksi kelembaban udara yang akurat. Berikut adalah komponen 

utama dari arsitektur yang digunakan: 

a. Input Layer: Lapisan input menerima data historis kelembaban udara yang 

telah di preproses. 

b. Convolutional Layers: Menggunakan beberapa lapisan konvolusi untuk 

mengekstraksi fitur dari data sekuensial kelembaban udara. 

c. Flatten Layer: lapisan yang meratakan output dari lapisan konvolusi sebelum 

memasuki lapisan fully connected. 

d. Dense Layer: Lapisan fully connected untuk menggabungkan fitur dan 

membuat prediksi akhir. 

e. Output Layer: Lapisan output yang menghasilkan prediksi kelembaban udara 

untuk periode waktu tertentu di masa depan. 

 

Gambar 3. 5 Layer Convolutional Neural Network 
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3.6. Model Development  

3.6.1. Model Building  

Tahap pertama dalam pengembangan model adalah membangun arsitektur model 

menggunakan Tensorflow. Pada tahap ini, dua jenis model akan dikembangkan, yaitu Long 

Short-Term Memory (LSTM) dan Convolutional Neural Network (CNN). Arsitektur 

model yang digunakan mengacu pada bagian 3.4, Model Architecture, yang telah 

dijelaskan sebelumnya oleh penulis. Model ini akan dibangun menggunakan API Keras 

yang telah disediakan oleh Tensorflow, yang memungkinkan pembuatan model LSTM dan 

CNN secara intuitif dan efisien. 

Proses pembangunan model dimulai dengan menggunakan menentukan struktur 

dasar dari masing-masing jenis model. Untuk model LSTM, langkah awal melibatkan 

penentuan jumlah lapisan LSTM, jumlah unit di setiap lapisan, dan parameter lainnya 

seperti dropout dan aktivasi. Sementara itu untuk model CNN, penulis akan menentukan 

jumlah lapisan konvolusi, fungsi aktivasi, serta jumlah dan ukuran filter. 

3.6.2. Model Compilation 

Setelah arsitektur model selesai dibangun, langkah selanjutnya adalah 

mengkompilasi model. Proses ini melibatkan pemilihan optimizer yang sesuai, seperti 

stochastic gradient descent (SGD), yang berfungsi untuk mengatur kecepatan pembelajaran 

dan menyesuaikan bobot model selama pelatihan. Selain itu, penentuan fungsi kerugian 

(loss function) yang tepat sangat penting, karena akan bergantung pada jenis masalah yang 

diselesaikan. Pada penelitian ini, penulis akan menggunakan dua jenis metrics evaluasi, 

yaitu root mean squared error (RMSE) dan mean squared error (MSE). 

a. Optimizer: Optimizer adalah algoritma yang digunakan untuk memperbarui 

bobot model selama proses training. Optimizer yang digunakan oleh penulis 

pada penelitian ini adalah Stochastic Gradient Descent (SGD). SGD adalah 

algoritma optimasi yang digunakan pada machine learning, khususnya pada 
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artificial neural network yang diterapkan pada deep learning. Algoritma ini 

bersifat iteratif, yang berarti membutuhkan proses pencarian untuk 

menentukan langkah diskrit (Hastomo et al., 2021). 

b. Loss Function: Loss function digunakan untuk mengukur seberapa baik model 

memprediksi output yang diinginkan. MAE dapat digunakan jika outlier 

merupakan bagian dari data yang rusak. MAE tidak terlalu memberikan 

penalti outlier pada data pelatihan (norma 𝐿1 secara tidak langsung 

mengurangi semua kesalahan dari outlier), sehingga memberikan ukuran 

kinerja yang umum dan terbatas untuk model (Chicco et al., 2021). 

𝑀𝐴𝐸 =  
1

𝑚
∑ |𝑋𝑖 − 𝑌𝑖|𝑚

𝑖=1                                                                                                    (12) 

c. Metrics: Metrics digunakan untuk mengevaluasi kinerja model selama 

training dan testing. Metrics yang digunakan oleh penulis pada penelitian ini 

adalah Root Mean Squared Error (RMSE) dan Mean Squared Error (MSE). 

𝑅𝑀𝑆𝐸 =  √
∑ (𝑦𝑖−ŷ𝑖)2𝑛

𝑖=1

𝑛
                                                                                                     (13) 

𝑀𝑆𝐸 =  
1

𝑛
∑ (𝑦1 − ŷ1)2𝑛

𝑖=1                                                                                                 (14) 

3.6.3. Model Training dan Evaluation 

Setelah model berhasil dikompilasi, penulis akan melanjutkan langkah selanjutnya 

yaitu melatih model menggunakan data latih yang telah dipersiapkan. Proses pelatihan 

melibatkan penentuan jumlah epoch dan batch size yang optimal untuk mengoptimalkan 

performa model. 

a. Initialization: Inisialisasi bobot model secara acak atau menggunakan metode 

tertentu yang memastikan bobot awal memiliki nilai yang tepat. 

b. Forward Pass: Data input melewati seluruh lapisan model hingga 

menghasilkan output prediksi. Pada tahap ini, setiap lapisan dalam model 

melakukan perhitungan berdasarkan bobot dan input yang diberikan. 
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c. Loss Calculation: Menghitung error atau loss antara output prediksi dengan 

nilai aktual menggunakan loss function yang telah ditentukan. Ini memberikan 

ukuran seberapa baik model memprediksi nilai yang diinginkan. 

d. Backward Pass: Menghitung gradien dari loss function terhadap setiap bobot 

dalam model dengan menggunakan algoritma backpropagation. Gradien ini 

menunjukkan arah dan seberapa besar perubahan yang harus dilakukan pada 

bobot untuk mengurangi error. 

e. Weight Update: Memperbarui bobot model berdasarkan gradien yang telah 

dihitung dan optimizer yang digunakan. 

f. Epochs: Mengulangi proses forward pass dan backward pass untuk sejumlah 

epoch yang telah ditentukan hingga model mencapai performa yang 

diinginkan. Setiap epoch terdiri dari satu kali iterasi melalui seluruh data latih. 

Proses training ini akan diulang hingga model mencapai konvergensi atau hingga 

jumlah epoch yang telah ditentukan tercapai. Selama proses pelatihan, penulis akan secara 

berkala mengevaluasi model menggunakan data validasi untuk memantau kemungkinan 

overfitting dan melakukan penyesuaian parameter jika diperlukan. Hal ini penting untuk 

memastikan bahwa model tidak hanya dapat mengingat data latih dengan baik, tetapi juga 

dapat secara umum menggeneralisasi dan memberikan prediksi yang akurat terhadap data 

baru yang belum pernah dilihat sebelumnya. 

3.7. Model Testing 

Setelah model dilatih dan dievaluasi, langkah terakhir adalah menguji performa 

model menggunakan data uji yang tidak pernah dilihat sebelumnya oleh model. Data uji 

ini penting untuk mengukur seberapa baik model dapat melakukan prediksi terhadap data 

yang baru dan tidak terlibat dalam proses pelatihan atau validasi sebelumnya. Evaluasi 

dengan menggunakan data uji membantu memastikan bahwa model dapat 
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menggeneralisasi dengan baik pada data yang baru dan belum dikenal sebelumnya, serta 

menilai secara objektif kinerja keseluruhan dari model yang telah dikembangkan. 

a. Prediction: Memasukkan data uji ke dalam model yang telah dilatih untuk 

melakukan prediksi kelembaban udara. 

b. Evaluation: Mengukur kinerja model menggunakan metrics RMSE dan MSE 

untuk perbandingan antara nilai prediksi dengan nilai aktual dari data uji. 

c. Analysis: Menganalisis hasil evaluasi untuk memahami seberapa baik model 

mampu melakukan forecasting kelembaban udara. Evaluasi ini membantu 

dalam mengevaluasi keandalan dan akurasi model dalam menghadapi data 

baru. 

d. Comparison Model: Membandingkan kinerja model LSTM dengan CNN 

untuk menilai keunggulan dan kekurangan setiap model dalam tugas 

forecasting kelembaban udara di kota Medan. 
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BAB IV 

HASIL DAN PEMBAHASAN 

 

4.1. Pengolahan Data 

Pengolahan data dimulai dengan penggabungan dataset dari 1 Januari 2010 hingga 

29 Februari 2024. Proses penggabungan ini bertujuan untuk membentuk satu dataset 

komprehensif yang mencakup seluruh periode yang akan dianalisis. Setelah penggabungan, 

data yang diperoleh kemudian melalui tahap pembersihan dan normalisasi. Pembersihan 

data meliputi identifikasi dan penanganan data yang hilang, kesalahan, serta anomali yang 

ada dalam dataset. Dalam menangani outlier, penulis menggunakan metode Inter Quartile 

Range (IQR) untuk mendeteksi dan menangani outlier dalam data. IQR menghitung 

rentang di mana sebagian besar nilai dalam dataset terletak. IQR adalah selisih antara 

kuartil ketiga (Q3) dan kuartil pertama (Q1) dalam sebuah data. 

Rumus IQR: 𝐼𝑄𝑅 = 𝑄3 − 𝑄1 

Di mana:   

𝑄1 (Kuartil Pertama): Nilai yang memisahkan 25% data terendah dari 75% data lainnya. 

𝑄3 (Kuartil Ketiga): Nilai yang memisahkan 75% data terendah dari 25% data tertinggi. 

Langkah Perhitungan: 

Dataset kelembaban udara adalah [85.0, 83.0, 86.0, …, 79.0] 

a. Langkah 1: Urutkan dataset 

b. Langkah 2: Tentukan nilai Q1 dan Q3 

Di mana: 

𝑄1 = 75.0  

𝑄3 =  83.0 
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c. Langkah 3: Hitung IQR 

Di mana: 

𝐼𝑄𝑅 = 𝑄3 − 𝑄1 = 83.0 − 75.0 = 8.0  

d. Langkah 4: Menghitung batas outlier  

Di mana: 

Batas bawah 𝑄1 − 1.5 × 𝐼𝑄𝑅 = 75.0 − 1.5 × 8.0 =  −63 

Batas atas 𝑄3 + 1.5 × 𝐼𝑄𝑅 = 83.0 + 1.5 × 8.0 = 95 

e. Langkah 5: Identifikasi Outlier 

Nilai yang berada di bawah -63 atau di atas 45 dianggap sebagai outlier. Dalam 

dataset ini, terdapat beberapa nilai yang melampaui batas-batas tersebut, seperti 

yang ditunjukkan pada Gambar 4.1.   

 

Gambar 4. 1 Plot Outlier pada Dataset Menggunakan Seaborn 

f. Langkah 6: Penghapusan Outlier. 

Proses penghapusan outlier pada dataset dilakukan menggunakan kode yang 

ditampilkan pada Gambar 4.2. Hasilnya, dataset yang telah dibersihkan dari outlier 

disimpan seperti yang ditunjukkan pada Gambar 4.3. 
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Gambar 4. 2 Kode untuk Menyimpan dan Memplot Dataset yang Bebas dari 

Outlier 

 

Gambar 4. 3 Plot Dataset Tanpa Outlier 

Standarisasi dilakukan untuk mengubah skala fitur-fitur data agar berada dalam 

rentang yang seragam, sehingga dapat meningkatkan efisiensi dan kestabilan selama 

pelatihan model. Standarisasi dilakukan dengan cara mengurangi rata-rata (mean) pada 

fitur dan kemudian membagi dengan standar deviasi dari fitur tersebut. Rumus standarisasi 

untuk suatu fitur 𝑥 adalah 𝑧 =  
𝑥− µ

𝜎
 

Di mana: 

𝑧 adalah nilai standar dari data. 

𝑥 adalah nilai asli data. 

µ adalah rata-rata dari semua nilai dalam fitur. 

Σ adalah standar deviasi dari semua nilai dalam fitur. 

Proses standarisasi dilakukan melalui tahapan yang dijelaskan pada kode di Gambar 4.4. 
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Gambar 4. 4 Kode untuk tahapan standarisasi data 

Selanjutnya, dataset yang telah dibersihkan dan dinormalisasi dibagi menjadi tiga 

set yang berbeda untuk tujuan pelatihan, validasi, dan pengujian model. Pembagian ini 

dilakukan dengan proporsi 70% untuk set pelatihan, 15% untuk set validasi, dan 15% untuk 

set pengujian. Set pelatihan digunakan untuk melatih model, sedangkan set validasi 

digunakan untuk memantau dan menyesuaikan hyperparameter selama pelatihan untuk 

mencegah overfitting. Set pengujian, yang terpisah dari proses pelatihan dan validasi, 

digunakan untuk mengevaluasi kinerja akhir model. 

𝐷𝑎𝑡𝑎 𝑙𝑎𝑡𝑖ℎ = 5110 ×  
70

100
  

𝐷𝑎𝑡𝑎 𝑉𝑎𝑙𝑖𝑑𝑎𝑠𝑖 = 5110 ×  
15

100
  

𝐷𝑎𝑡𝑎 𝑈𝑗𝑖 = 5110 × 
15

100
  

 

Gambar 4. 5 Kode Pembagian Dataset 



41 

 

 
 

Dalam tahap persiapan model, data time series diolah menggunakan teknik 

windowing dengan ukuran jendela 90 timestep. Teknik windowing ini memecah data 

menjadi potongan-potongan waktu yang berukuran 90 hari, memungkinkan model untuk 

mempelajari pola dan tren yang terjadi dalam periode tersebut. Dengan demikian, model 

dapat memahami konteks temporal dari 90 hari sebelumnya untuk memprediksi nilai pada 

hari berikutnya. Proses ini sangat penting dalam forecasting time series, karena 

memungkinkan model untuk menangkap dinamika dan perubahan yang mungkin terjadi 

dalam jangka waktu tertentu. 

 

Gambar 4. 6 Kode Teknik Windowing 

4.2. Proses Perhitungan Model LSTM 

LSTM bekerja dengan memproses data time series yang telah yang telah diproses 

seperti yang dijelaskan pada sub bab 4.1. pengolahan data. LSTM memproses dataset 

dengan window size 90 hari untuk memprediksi nilai kelembaban pada hari ke-90. 

Dataset: 

a. Total data: 5049 

b. Window size: 90 

Langkah-langkah perhitungan dengan LSTM: 

a. Inisialisasi Bobot dan Bias: 

1. Forgate Gate Weights (Wf): 0.5 

2. Input Gate Weights (Wi): 0.6 
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3. Output Gate Weights (Wo): 0.7 

4. Cell State Weights (Wc): 0.5 

5. Bias untuk Forget Gate (b_f): 0.1 

6. Bias untuk Input Gate (b_i): 0.1 

7. Bias untuk Output Gate (b_o): 0.1 

8. Bias untuk Cell State (b_c): 0.1 

b. Data untuk jendela pertama (t1 hingga t90): 

1. 𝐷𝑎𝑡𝑎 = [85.0, 83.0, 86.0, … , 84.0]  

c. Inisialisasi Hidden State dan Cell State pada Timestep Pertama: 

1. ℎ𝑝𝑟𝑒𝑣 =  0 

2. 𝑐𝑝𝑟𝑒𝑣 = 0 

d. Perhitungan pada Timestep pertama: 

1. Forget gate: 

𝑓𝑡 =  𝜎 (𝑊𝑓 . (ℎ𝑝𝑟𝑒𝑣 +  𝑥𝑡) +  𝑏𝑓)  

Di mana: 

𝑊𝑓 =  0.5 

𝑥𝑡 =  [85.0, 83.0, 86.0, … , 84.0] 

𝑓𝑡 =  𝜎(0.5 . (0 + 𝑎𝑣𝑔(𝑥𝑡)) + 0.1 

𝑓𝑡 =  𝜎(0.5 . (0 +  81.7) + 0.1) =  𝜎(40.95) = 1.0  

2. Input Gate: 

𝑖𝑡 =  𝜎(𝑊1. (ℎ𝑝𝑟𝑒𝑣 +  𝑥𝑡) +  𝑏𝑖  

Di mana: 

𝑊𝑖 = 0.6 

𝑖𝑡 =  𝜎(0.6 . (0 + 81.7) + 0.1 =  𝜎(4412.8) = 1.0 

3. Cell State Update: 
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𝐶𝑡 =  𝑓𝑡  . 𝐶𝑝𝑟𝑒𝑣 +  𝑖𝑡  . tanh (𝑊𝑐  . (ℎ𝑝𝑟𝑒𝑣 + 𝑥𝑡) + 𝑏𝑐)  

Di mana: 

𝑊𝑐 = 0.5 

tanh(𝑊𝑐  . (0 + 81.7) + 0.1) = tanh(41.45) = 1.0  

𝐶𝑡 = 1.0 . 0 + 1.0 . 1.0 = 1.0 

4. Output Gate: 

𝑜𝑡 =  𝜎(𝑊𝑜  . (ℎ𝑝𝑟𝑒𝑣 +  𝑥𝑡) + 𝑏𝑜) 

Di mana: 

𝑊0 = 0.7 

𝑜𝑡 =  𝜎(0.7 . (0 + 81.7) + 0.1) =  𝜎(57.29) = 1.0  

5. Hidden State: 

ℎ𝑡 =  𝑜𝑡 tanh (𝐶𝑡)  

Di mana: 

ℎ𝑡 = 1.0 . tanh(1.0) = 1.0 . 0.76 = 0.76 

Hasil: 

a. Hidden State (h_t) pada timestep pertama: 0.76 

b. Cell State (c_t) pada timestep pertama: 1.0 

Penggunaan pada Timestep Berikutnya: 

a. h_prev dan c_prev untuk timestep berikutnya adalah nilai h_t dan c_t dari timestep 

saat ini: 

1. ℎ𝑝𝑟𝑒𝑣 = 0.76 

2. 𝐶𝑝𝑟𝑒𝑣 = 1.0 

Pada timestep berikutnya, model akan menggunakan nilai ini sebagai bagian dari 

input untuk menghitung nilai baru dari hidden state dan cell state berdasarkan data baru 

yang diinputkan. 
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4.3. Proses Perhitungan Model CNN 

Convolutional Neural Network (CNN) bekerja dengan menggeser filter ke kanan 

sebanyak satu langkah pada window data. Setiap langkah, CNN melakukan operasi 

perkalian antara nilai data pada window tersebut dengan bobot filter. Hasil perkalian ini 

kemudian dijumlahkan bersama nilai bias. Proses ini berlanjut secara berulang sampai 

seluruh data dalam window pertama telah diproses sepenuhnya. 

Filter dan Window Input: 

a. Input Data Window Pertama (t1 hingga t90):  

1. 𝐷𝑎𝑡𝑎 = [85.0, 83.0, 86.0, … , 84.0] 

b. Filter: [0.2, 0.5, 0.3] 

c. Bias: 0 

d. Stride: 1 

Proses Perhitungan Konvolusi: 

a. 𝐷𝑎𝑡𝑎 = [85.0, 83.0, 86.0] 

b. Perhitungan: 

𝑂𝑢𝑡𝑝𝑢𝑡1 = (85.0 × 0.2) + (83.0 × 0.5) + (86.0 × 0.3) + 0 

𝑂𝑢𝑡𝑝𝑢𝑡1 = 17 + 41.5 + 25.8 = 84.3  

Proses konvolusi terus berlanjut hingga filter telah bergerak melintasi seluruh 

window data, menghasilkan total 88 nilai output.  

𝑂𝑢𝑡𝑝𝑢𝑡88 = (𝑆88 × 0.2) + (𝑆89  × 0.5) + (𝑆90  × 0.3) + 0  

Flatten Layer: Setelah lapisan konvolusi selesai memproses data, output akan dikonversi 

menjadi vector 1D oleh Flatten Layer. Hasil ouput dari window pertama menghasilkan 

vector 1D dengan ukuran 88. 

Flatten = [84.3, O_2, O_3, …, O_88] 
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Dense Layer: Vektor 1D dari Flatten Layer kemudian diteruskan ke Dense Layer untuk 

memprediksi suhu pada hari ke-90. Dense Layer memiliki satu neuron untuk prediksi, 

dengan bobot neuron [W_1, W_2, W_3, …, W_88] dan bias 𝑏. 

a. Perhitungan dense layer: 

𝑂𝑢𝑡𝑝𝑢𝑡 𝑁𝑒𝑢𝑟𝑜𝑛 = (𝑊1 ×  𝑋1) + (𝑊2 ×  𝑋2) + ⋯ +  (𝑊88 ×  𝑋88) 

Di mana: 

𝑂𝑢𝑡𝑝𝑢𝑡 𝑁𝑒𝑢𝑟𝑜𝑛 = (0.1 × 84.3) +  (𝑊2 × 𝑋2) + ⋯ + (𝑊88 × 𝑋88) 

𝑂𝑢𝑡𝑝𝑢𝑡 𝑁𝑒𝑢𝑟𝑜𝑛 = 8.43 + (𝑊2 ×  𝑋2) + ⋯ +  (𝑊88 ×  𝑋88)

= 𝑃𝑟𝑒𝑑𝑖𝑘𝑠𝑖 𝐾𝑒𝑙𝑒𝑚𝑏𝑎𝑏𝑎𝑛 𝑈𝑑𝑎𝑟𝑎 𝐻𝑎𝑟𝑖 𝐾𝑒 − 90 

4.4. Implementasi Model LSTM dan CNN dengan Tensorflow 

4.4.1. Model LSTM 

Model Long Short-Term Memory (LSTM) dirancang untuk menangkap 

dependensi temporal jangka panjang yang relevan dalam data time series. Arsitektur yang 

diterapkan adalah sebagai berikut: 

Table 4. 1 Ringkasan Model LSTM 

Layer Type Output Shape Param 

LSTM (None, None, 64) 16,896 

LSTM (None, None, 64) 33,024 

LSTM (None, None, 64) 33,024 

Dense (None, 128) 8,320 

Dense (None, 64) 8,256 

Dense (None, 1) 65 

Total  99,585 

 

Penggunaan optimizer SGD dengan learning rate 0.001 dan fungsi loss Mean 

Absolute Error (MAE) memastikan konvergensi yang optimal selama proses pelatihan. 
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Model dilatih untuk mengoptimalkan prediksi berdasarkan data pelatihan dan divalidasi 

menggunakan data validasi untuk menghindari overfitting. 

 

Gambar 4. 7 Kode Untuk Membangun Arsitektur Model LSTM 

4.4.2. Model CNN 

Model Convolutional Neural Network (CNN) dirancang untuk memanfaatkan 

fitur spasial dari data time series melalui lapisan konvolusi. Arsitektur yang diterapkan 

adalah sebagai berikut: 

Table 4. 2 Ringkasan Model CNN 

Layer Type Output Shape Param 

Conv1D (None, 89, 64) 192 

MaxPooling1D (None, 44, 64) 0 

Conv1D (None, 43, 64) 8,256 

MaxPooling1D (None, 21, 64) 0 

Flatten (None, 1344) 0 

Dense (None, 128) 172,160 

Dense (None, 64) 8,256 

Dense (None, 1) 65 

Total  188,929 
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Arsitektur CNN dioptimalkan dengan menggunakan optimizer SGD dengan 

learning rate 0.001 dan fungsi loss MSE. Model ini dilatih dengan pendekatan yang mirip 

dengan LSTM namun mengandalkan kemampuan konvolusi untuk mengidentifikasi pola 

spasial dalam data. 

 

Gambar 4. 8 Kode Untuk Membangun Arsitektur Model CNN 

4.5. Proses Pelatihan Modal 

Kedua model, LSTM dan CNN menggunakan set pelatihan yang telah dibagi 

sebelumnya pada proses pengolahan data. Data ini dibagi menjadi 32 batch per epoch 

selama pelatihan model. Pada proses pelatihan ini, juga dilakukan tahapan evaluasi model 

menggunakan set evaluasi untuk memantau kinerja dari model. Jumlah epoch yang 

digunakan pada pada proses pelatihan model adalah 50 epoch, dengan penerapan Callbacks 

untuk mencegah overfitting. 

 

Gambar 4. 9 Kode Pelatihan Model LSTM 



48 

 

 
 

 

Gambar 4. 10 Kode Pelatihan Model CNN 

Grafik konvergensi loss selama proses pelatihan ditampilkan pada Gambar 4.8, di 

mana kurva tersebut memperlihatkan tren penurunan nilai loss yang konsisten dan stabil, 

baik pada set pelatihan maupun validasi. Hal ini mengindikasikan bahwa model mampu 

belajar dengan baik dari data tanpa menunjukkan tanda-tanda overfitting, yang tercermin 

dari penurunan loss yang terus menerus seiring bertambahnya epoch. 

  

Gambar 4. 11 Loss Pada Model LSTM & CNN 

4.6. Analisis Performa dan Evaluasi Model 

Evaluasi model dilakukan dengan mengukur Mean Squared Error (MSE) dan Root 

Mean Square Error (RMSE) pada set uji, dan hasilnya disajikan dalam Tabel 4.3. Metrik 

MSE dipilih karena kepekaannya terhadap kesalahan prediksi yang besar, sementara 

RMSE memberikan interpretasi yang lebih intuitif karena satuannya sama dengan target 

variabel, yaitu kelembaban udara.  
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Table 4. 3 Tabel Perbandingan Metrik Evaluasi 

Model MSE RMSE Val MSE Val RMSE 

LSTM 0.0277 0.1663 0.0312 0.1784 

CNN 0.0321 0.1791 0.0321 0.1791 

 

Hasil menunjukkan bahwa model LSTM memiliki nilai MSE dan RMSE yang 

lebih rendah dibandingkan model CNN, yang mengindikasikan performa yang lebih baik 

dalam hal akurasi prediksi. Grafik konvergensi metrik selama pengujian untuk kedua 

model ini dapat dilihat pada Gambar 4.12. 

 

Gambar 4. 12 Plot Perbandingan Metrik Evaluasi MSE & RMSE 

4.7. Analisis dan Interpretasi Hasil 

Hasil analisis menunjukkan bahwa model LSTM lebih efektif dalam menangkap 

pola temporal jangka panjang dalam data kelembaban udara. Kemampuan LSTM untuk 

mengingat informasi historis dalam jangka waktu yang lebih lama memungkinkannya 

untuk lebih akurat dalam menangani fluktuasi musiman dan tren. Hal ini menjadikan 

LSTM sebagai pilihan yang lebih baik untuk memodelkan data yang memerlukan 

pemahaman mendalam terhadap perubahan yang terjadi dalam jangka panjang. 
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Gambar 4. 13 Plot Perbandingan data Aktual Dengan Hasil Forecasting Pada 

Model LSTM 

Di sisi lain, model CNN unggul dalam efisiensi pelatihan, dengan kemampuan 

untuk menangkap pola jangka panjang meskipun tidak sekuat LSTM dalam mengingat 

informasi historis. CNN lebih cepat dalam proses pelatihan, menjadikannya pilihan yang 

lebih efisien ketika waktu komputasi menjadi faktor penting. 

 

Gambar 4. 14 Plot Perbandingan data Aktual Dengan Hasil Forecasting Pada 

Model CNN 
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BAB V 

PENUTUP 

 

5.1. Kesimpulan 

Penelitian ini bertujuan untuk menganalisis kinerja algoritma Long Short-Term 

Memory (LSTM) dan Convolutional Neural Network (CNN) dalam melakukan forecasting 

kelembaban udara di Kota Medan. Berdasarkan hasil implementasi dan evaluasi yang telah 

dilakukan, model LSTM Lebih Unggul dalam Akurasi. Hasil evaluasi menunjukkan bahwa 

model LSTM memiliki nilai Mean Squared Error (MSE) dan Root Mean Squared Error 

(RMSE) yang lebih rendah dibandingkan model CNN. Nilai MSE pada set uji untuk LSTM 

adalah 0.0277 dengan RMSE sebesar 0.1663, sedangkan CNN memiliki MSE sebesar 

0.0321 dan RMSE sebesar 0.1791. Hal ini menandakan bahwa LSTM lebih efektif dalam 

menangkap pola temporal jangka panjang dalam data time series kelembaban udara. 

Meskipun demikian, Teknik windowing yang digunakan dalam penelitian ini, dengan 

ukuran jendela 90 timestep, terbukti efektif dalam membangun dataset time series yang 

dapat dimanfaatkan oleh kedua model untuk menangkap pola dalam data kelembaban 

udara. 

5.2. Saran 

Berdasarkan hasil penelitian ini, beberapa saran dapat diberikan untuk penelitian 

lanjutan dan pengembangan aplikasi forecasting kelembaban udara. Untuk meningkatkan 

akurasi prediksi, disarankan untuk menggunakan data dengan jangka waktu yang lebih 

panjang atau mengkombinasikan data kelembaban udara dengan variabel cuaca lainnya 
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seperti suhu, tekanan, dan kecepatan angin. Penelitian lanjutan juga dapat mengeksplorasi 

pengembangan model hybrid yang menggabungkan keunggulan LSTM dalam menangkap 

pola temporal dengan kemampuan CNN dalam ekstraksi fitur spasial, yang berpotensi 

menghasilkan prediksi yang lebih akurat. Dengan keunggulan model LSTM dalam akurasi 

prediksi, sangat disarankan untuk mengimplementasikan model ini pada sistem forecasting 

real-time yang dapat digunakan oleh pemerintah atau lembaga terkait dalam pengambilan 

keputusan terkait mitigasi dampak perubahan cuaca.  
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