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KLASIFIKASI PENYAKIT PNEUMONIA: STUDI KASUS RSUD DR 

PIRNGADI KOTA MEDAN 

 

 

ABSTRAK 

 

Pneumonia adalah infeksi pada paru-paru yang disebabkan oleh bakteri, virus, 

atau jamur, yang menyebabkan peradangan dan penumpukan cairan di alveoli, 

kantong udara kecil di paru-paru. Gejala umum termasuk batuk, demam, sesak 

napas, dan nyeri dada. Penyakit ini dapat bervariasi dari ringan hingga berat, dan 

berisiko tinggi pada bayi, lansia, serta individu dengan sistem kekebalan tubuh 

yang lemah. Karena pneumonia dapat berpotensi berbahaya dan mengancam 

nyawa, identifikasi dan penanganan dini sangat penting. Klasifikasi citra adalah 

metode efektif untuk mengidentifikasi pneumonia, dengan membangun model 

yang dapat mengenali pola dari data citra X-ray dan memberikan diagnosis awal 

berdasarkan citra X-Ray yang diinputkan. Dalam penelitian ini, akan melakukan 

proses Pembangunan model klasifikasi pneumonia dengan menggunakan metode 

Reccurent Neural Network (RNN) dan Syntetic Minority Over-Sampling 

(SMOTE). Dalam penelitian ini, proses Pembangunan model akan menggunakan 

dataset yang dikumpulkan dari RSUD Dr. Pirngadi Kota Medan, yang Dimana 

berjumlah total 5840 data yang memiliki 2 kelas yaitu kelas data normal dan 

pneumonia. Yang Dimana kelas normal berisi citra X-Ray paru paru normal, 

sedangkan kelas pneumonia berisi data citra X-Ray paru paru yang telah terinfeksi 

pneumonia. Tujuan dari dilakukannya penelitian ini yaitu untuk membangun 

sistem klasifikasi penyakit pneumonia sehingga diharapkan dengan adanya sistem 

yang telah dibangun, diharapkan dapat membantu dalam proses identifikasi 

pneumonia sehingga bisa diambil penanganan lebih awal. Hasil yang didapatkan 

dari penelitian ini yaitu proses pengujian model dengan menggunakan metode 

RNN dan SMOTE mendapatkan akurasi sebesar 72%. 

 

 

Kata Kunci: Pneumonia; RNN; SMOTE; Klasifikasi Citra; Machine Learning 
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CLASSIFICATION OF PNEUMONIA: A CASE STUDY OF RSUD DR. 

PIRNGADI MEDAN 

 

 

ABSTRACT 

 

Pneumonia is a lung infection caused by bacteria, viruses, or fungi, leading to 

inflammation and fluid accumulation in the alveoli, the small air sacs in the lungs. 

Common symptoms include cough, fever, shortness of breath, and chest pain. The 

disease can range from mild to severe and poses a high risk for infants, the 

elderly, and individuals with weakened immune systems. Given the potential 

danger and life-threatening nature of pneumonia, early identification and 

treatment are crucial. Image classification is an effective method for diagnosing 

pneumonia by building a model that can recognize patterns from X-ray images 

and provide an early diagnosis based on the input X-ray images. This study aims 

to develop a pneumonia classification model using Recurrent Neural Networks 

(RNN) and Synthetic Minority Over-Sampling Technique (SMOTE). The model 

will be built using a dataset collected from RSUD Dr. Pirngadi Medan, 

comprising a total of 5,840 images divided into two classes: normal and 

pneumonia. The normal class contains X-ray images of healthy lungs, while the 

pneumonia class includes X-ray images of lungs infected with pneumonia. The 

goal of this research is to build a pneumonia classification system to aid in the 

early identification and treatment of the disease. The results from testing the 

model using RNN and SMOTE methods will be reported, including the achieved 

accuracy of 72%. 
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BAB I  

PENDAHULUAN 

 

1.1    Latar Belakang Masalah 

Pneumonia merupakan penyakit infeksi paru-paru yang dapat menimbulkan 

dampak kesehatan yang signifikan, dan merupakan salah satu penyebab utama kematian 

di seluruh dunia (Huang et. all, 2022). Infeksi ini terjadi ketika patogen, seperti bakteri, 

virus, atau jamur, menyerang alveoli, yaitu kantung udara kecil di dalam paru-paru yang 

berfungsi sebagai tempat pertukaran oksigen dan karbon dioksida (murphy et. all, 2020). 

Ketika alveoli terinfeksi, mereka dapat mengalami peradangan dan pengisian dengan 

cairan atau nanah, yang mengganggu proses respirasi dan mengurangi kemampuan tubuh 

untuk mendapatkan oksigen yang cukup (Cinar et. al, 2021). Infeksi ini biasanya 

disebabkan oleh patogen seperti bakteri, virus, atau jamur, yang menginfeksi alveoli, 

yaitu kantung udara kecil di paru-paru. Alveoli yang terinfeksi akan mengalami 

peradangan dan pengisian dengan cairan atau nanah, mengakibatkan gangguan dalam 

proses pertukaran oksigen dan karbon dioksida. Angka kematian akibat pneumonia sangat 

mencolok, terutama di kalangan anak-anak.  

Data global menunjukkan bahwa pneumonia bertanggung jawab atas sekitar 1,4 

juta kematian anak-anak setiap tahun. Dari jumlah tersebut, 18% adalah anak-anak di 

bawah usia lima tahun, yang menunjukkan betapa rentannya kelompok usia ini terhadap 

penyakit tersebut (Rahman et. all, 2020).  Lebih jauh lagi, data dari tahun 2017 

menunjukkan bahwa pneumonia mengakibatkan kematian sebanyak 808.694 orang di 

seluruh dunia, menegaskan pentingnya tindakan pencegahan dan pengobatan yang efektif 

(Alsharif et. all, 2021). Oleh karena itu, Pneumonia diakui sebagai penyakit yang 

mengancam jiwa oleh Organisasi Kesehatan Dunia (WHO), dengan lebih dari satu juta 

kematian dini setiap tahun disebabkan oleh infeksi ini (Shah et. all, 2020). Risiko 
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kematian akibat pneumonia sangat tinggi bagi individu dengan sistem kekebalan tubuh 

yang lemah, seperti penderita penyakit kronis, perokok, dan mereka yang memiliki 

gangguan pernapasan (Chouhan et. al, 2020). Karena individu individu ini memiliki paru 

paru yang rentan sehingga dapat mempercepat infeksi pneumonia menjadi lebih parah.  

Dilain sisi, penyakit pneumonia tercatat juga sebagai penyebab utama kematian pada 

anak-anak di Asia Selatan dan Afrika Sub-Sahara. Angka kematian yang tinggi di 

wilayah-wilayah ini sering kali terkait dengan kurangnya akses ke fasilitas kesehatan 

yang memadai, vaksinasi, dan pengobatan yang efektif (Jain et. all, 2020). Di daerah-

daerah ini, pneumonia tidak hanya menjadi masalah kesehatan tetapi juga masalah sosial-

ekonomi yang besar. Meskipun pneumonia dapat diobati dengan berbagai jenis antibiotik, 

antivirals, dan terapi lainnya, efektivitas pengobatan sangat tergantung pada waktu 

diagnosis dan inisiasi terapi (Ayan et. all, 2019). Pengobatan yang cepat dan tepat sangat 

penting untuk mengurangi risiko komplikasi serius dan meningkatkan kemungkinan 

kesembuhan (Rahman et. all, 2020). Oleh karena itu, untuk melakukan pengobatan yang 

cepat, diperlukan juga proses identifikasi yang tepat dan akurat sehingga bisa 

memberikan diagnosis yang baik.  

Klasifikasi citra merupakan proses untuk memprediksi data berdasarkan label yang 

ada (Moen et. all, 2019). Proses klasifikasi ini dilakukan menggunakan berbagai 

pendekatan, seperti menggunakan algoritma untuk mencari pola dari data, proses 

menggunakan fitur yang lebih kompleks dan banyak, dan sebagainya (Canedo et. all, 

2020). Klasifikasi citra merupakan bagian dari pemrosesan citra digital, yang Dimana 

merupakan bidang ilmu untuk dapat melakukan pengolahan dari citra dan mengestrak 

informasi yang berguna dari citra (Jumadi et. all, 2021). Oleh karena itu, metode 

klasifikasi citra ini cocok untuk digunakan sehingga dapat memahami pola dari citra X-

Ray dan dapat dilakukan proses diagnosis penyakit pneumonia dengan baik. Selanjutnya, 

Pemrosesan citra adalah bagian dari kecerdasan buatan yang melakukan proses perbaikan 

dan analisis gambar. Dalam implementasinya, karena termasuk kedalam bagian 



3 

kecerdasan buatan atau Artificial Intelegence (AI), maka dalam proses klasifikasi citra 

diperlukan metode untuk dapat mempelajari pola dari data.  

Deep learning merupakan cabang dari kecerdasan buatan (AI) yang berfokus pada 

penggunaan jaringan saraf tiruan dengan banyak lapisan (deep neural networks) untuk 

menganalisis dan memproses data (Kufel et. all, 2023). Konsep utamanya melibatkan 

arsitektur jaringan saraf yang terdiri dari beberapa lapisan tersembunyi antara input dan 

output, yang memungkinkan model untuk belajar representasi data yang semakin 

kompleks dari data mentah. Proses ini melibatkan penggunaan algoritma pembelajaran 

yang mendalam untuk melatih jaringan saraf pada data besar dan beragam, sehingga 

jaringan dapat mengidentifikasi pola, fitur, dan hubungan yang sulit dideteksi dengan 

metode tradisional (Dong et. all, 2021). Deep learning sangat efektif dalam tugas-tugas 

seperti pengenalan gambar, pemrosesan bahasa alami, dan prediksi, karena 

kemampuannya untuk secara otomatis mengekstraksi fitur dari data tanpa memerlukan 

intervensi manusia (Sharma et. all, 2021). Metode ini mengandalkan teknik seperti 

backpropagation untuk memperbarui bobot jaringan dan optimasi berbasis gradient untuk 

meningkatkan akurasi model seiring waktu, sehingga proses prediksi dapat lebih akurat 

dan baik. Recurrent Neural Networks (RNN) merupakan jenis jaringan saraf tiruan yang 

dirancang khusus untuk memproses data urutan atau data yang memiliki hubungan 

temporal, seperti teks atau sinyal waktu (Sherstinsky, 2020). Berbeda dengan jaringan 

saraf tradisional, RNN memiliki koneksi yang kembali (recurrent connections) yang 

memungkinkan informasi dari langkah sebelumnya untuk mempengaruhi langkah 

berikutnya dalam urutan (Yadav et. all, 2022). Hal ini dicapai dengan cara menyimpan 

keadaan internal (hidden state) yang memuat informasi dari langkah sebelumnya dan 

menggunakannya dalam langkah-langkah berikutnya. Struktur ini memungkinkan RNN 

untuk menangkap ketergantungan temporal dan pola yang ada dalam data urutan. Namun, 

RNN dasar sering menghadapi masalah seperti vanishing gradient dan exploding gradient 

yang dapat menghambat pelatihan untuk urutan data yang panjang.  
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Dalam proses Pembangunan model, diperlukan data yang baik untuk bisa 

digunakan dalam proses pelatihan sehingga model dapat menangkap pola informasi dari 

data dengan baik. Salah satu tahapan yang dapat dilakukan yaitu menyeimbangkan data 

pada setiap kelas, sehingga model dapat mempelajari data pada setiap kelas dengan baik 

dan tidak bias. Metode penyeimbangan data yang dilakukan dapat menggunakan metode 

SMOTE (Syntetic Minority Over-Sampling). Synthetic Minority Over-sampling 

Technique (SMOTE) merupakan metode oversampling yang digunakan untuk menangani 

masalah ketidakseimbangan kelas dalam dataset, terutama ketika terdapat jumlah contoh 

yang sangat kecil pada kelas minoritas dibandingkan dengan kelas mayoritas (Wang et. 

all, 2021). SMOTE bekerja dengan menghasilkan contoh sintetik baru untuk kelas 

minoritas dengan cara interpolasi antara contoh yang ada (Dablain et. all, 2021). Proses 

ini dimulai dengan memilih contoh dari kelas minoritas dan menemukan tetangga 

terdekatnya. Kemudian, SMOTE membuat contoh sintetik dengan menginterpolasi antara 

contoh tersebut dan tetangganya dengan menggunakan kombinasi linear dari fitur-fitur 

yang ada. Hal ini dilakukan dengan memilih titik acak di antara contoh yang ada dan 

tetangganya, sehingga menghasilkan data sintetik yang mirip tetapi tidak identik dengan 

data asli. Metode ini meningkatkan representasi kelas minoritas dalam dataset, yang 

membantu model untuk belajar lebih baik dan mengurangi bias terhadap kelas mayoritas, 

sehingga memperbaiki performa dalam pengklasifikasian data. 

Dalam penelitian ini, akan dilakukan proses Pembangunan sistem klasifikasi 

pennyakit pneumonia dengan menggunakan metode deep learning RNN dan SMOTE 

berdasarkan citra X-Ray pasien. Tujuan menggunakan Recurrent Neural Networks (RNN) 

dalam klasifikasi pneumonia berdasarkan citra X-ray adalah untuk memanfaatkan 

kemampuan RNN dalam menganalisis pola temporal dan fitur yang dapat muncul dalam 

urutan gambar X-ray atau serangkaian citra dari satu pasien. Dengan mengintegrasikan 

informasi dari citra-citra tersebut, RNN dapat meningkatkan akurasi diagnosis dengan 

mengidentifikasi pola yang mungkin terlewat jika hanya mengandalkan teknik klasifikasi 
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gambar statis. Sedangkan, tujuan menggunakan metode SMOTE yaitu untuk melakukan 

proses penyeimbangan data pada setiap kelas, dikarenakan persebaran data normal dan 

pneumonia tidak seimbang, sehingga dapat menimbulkan bias. Sehingga, dengan adanya 

sistem yang dibangun pada penelitian ini diharapkaan dapat membantu tenaga medis 

dalam melakukan proses diagnosa penyakit pneumonia dan dapat membantu sehingga 

penanganan dilakukan lebih cepat. 

 

1.2    Rumusan Masalah 

Berdasarkan latar belakang yang telah dipaparkan sebelumnya, penelitian ini 

bertujuan untuk membangun suatu sistem yang dapat mengatasi masalah dan memberikan 

Solusi dalam proses klasifikasi penyakit pneumonia menggunakan citra X-Ray. Untuk 

rumusan masalah dari penelitian ini diberikan berikut. 

1. Bagaimana membangun model klasifikasi pneumonia yang dengan 

memanfaatkan metode deep learning, khususnya Recurrent Neural Networks 

(RNN), yang mampu mengidentifikasi pola-pola temporal dalam citra X-ray 

pasien? 

2. Bagaimana metode SMOTE dapat digunakan untuk mengatasi 

ketidakseimbangan kelas pada dataset citra X-ray pneumonia, dan sejauh mana 

metode ini dapat meningkatkan performa model dalam mengklasifikasikan 

penyakit pneumonia? 

3. Sejauh mana performa RNN dalam sistem klasifikasi pneumonia yang dibangun 

dalam melakukan diagnosis penyakit pneumonia secara lebih cepat dan akurat di 

RSUD DR PIRNGADI KOTA MEDAN untuk prediksi pneumonia? 
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1.3    Batasan Masalah 

Berdasarkan pada latar belakang serta rumusan masalah yang telah dipaparkan 

sebelumnya, maka untuk proses pengembangan sistem terdapat beberapa Batasan 

masalah yang terdapat pada penelitian ini. 

1. Dataset yang digunakan merupakan dataset yang didapatkan dari pengumpulan 

data citra X-Ray pneumonia dan normal dari RSUD Dr Pengadi Medan. 

2. Dataset yang digunakan berjumlah sebanyak 5840 data citra dengan data 

pelatihan sebanyak 5216 data dan data pengujian sebanyak 624 data. 

3. Data yang digunakan baik untuk proses pelatihan dan pengujian model memiliki 

2 kelas yaitu kelas pneumonia dan kelas normal dengan persebaran data pelatihan 

sebanyak 3875 data kelas pneumonia dan 1341 kelas normal serta persebaran 

data pengujian sebanyak 390 data kelas pneumonia dan 234 data kelas normal. 

4. Data yang digunakan merupakan data citra dengan ekstensi .jpeg. 

5. Metode yang digunakan untuk melakukan penyeimbangan data pada setiap kelas 

yaitu Syntetic Minority Over-Sampling (SMOTE). 

6. Metode yang digunakan untuk melakukan proses klasifikasi data yaitu 

menggunakan Reccurent Neural Network (RNN). 

7. Implementasi dan Pembangunan sistem akan menggunakan Bahasa pemrograman 

python serta website akan menggunakan streamlit. 

 

1.4    Tujuan Penelitian 

Berdasarkan pada paparan yang telah diberikan sebelumnya, dilakukannya 

penelitian ini bertujuan untuk: 

1. Melakukan proses implementasi metode (RNN) dan Reccurent Neural Network 

Syntetic Minority Over-Sampling (SMOTE) dalam melakukan klasifikasi 

penyakit pneumonia. 
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2. Mengetahui bagaimana performa metode Reccurent Neural Network dalam 

menangkap pola dan informasi dari data citra X-Ray untuk diolah sehingga dapat 

melakukan proses klasifikasi penyakit pneumonia. 

3. Mengetahui bagaimana efektivitas metode Syntetic Minority Over-Sampling 

dalam menambahkan data sintetis guna menyeimbangkan jumlah data pada setiap 

kelas dan membantu model menangkap pola yang lebih baik dari data. 

 

1.5    Manfaat Penelitian 

Setelah dilakukan identifikasi dan ditetapkan beberapa Batasan yang ada pada 

penelitian ini, maka dapat diberikan manfaat dari dilakukannya penelitian ini yaitu: 

1. Memberikan Gambaran mengenai bagaimana efektivitas dan performa metode 

Reccurent Neural Network dalam menangkap serta mempelajari pola dari data 

citra. 

2. Memberikan Gambaran bagaimana dampak dan efektifitas setelah dilakukan 

implementasi metode Syntetic Minority Over-Sampling dalam menyeimbangkan 

kelas data. 

3. Mendukung kemudahan serta menjadi inovasi baru dalam pemeriksaan 

pneumonia melalui analisis citra X-ray, memungkinkan pemberian diagnosis 

awal yang lebih akurat dan mempercepat penanganan, sehingga mencegah 

kondisi menjadi semakin parah. 
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BAB II  

LANDASAN TEORI 

 

2.1    Pneumonia 

Pneumonia adalah infeksi paru-paru yang dapat mengancam jiwa, terutama karena 

menyerang alveoli, yakni kantung udara kecil di paru-paru yang berperan penting dalam 

pertukaran oksigen dan karbon dioksida. Ketika patogen seperti bakteri, virus, atau jamur 

menginfeksi alveoli, kantung-kantung ini menjadi meradang dan terisi dengan cairan atau 

nanah (murphy et. all, 2020). Kondisi ini menghambat pertukaran oksigen yang sangat 

penting bagi tubuh, menyebabkan gangguan pernapasan serius dan penurunan tajam 

dalam suplai oksigen ke seluruh organ (Cinar et. al, 2021).  Proses infeksi ini tidak hanya 

merusak alveoli, tetapi juga memicu respons inflamasi yang dapat menyebar ke seluruh 

sistem pernapasan, memperburuk kondisi pasien dan meningkatkan risiko komplikasi. 

Pneumonia merupakan penyebab kematian utama di seluruh dunia, terutama di 

kalangan anak-anak. Menurut data global, penyakit ini bertanggung jawab atas kematian 

sekitar 1,4 juta anak setiap tahun, dengan 18% di antaranya terjadi pada anak-anak di 

bawah usia lima tahun, menandakan kerentanan yang sangat tinggi pada kelompok usia 

ini (Rahman et. all, 2020). Di wilayah Asia Selatan dan Afrika Sub-Sahara, pneumonia 

menjadi penyebab utama kematian pada anak-anak, didorong oleh kurangnya akses ke 

layanan kesehatan yang memadai, vaksinasi, dan pengobatan yang efektif (Jain et. all, 

2020). Tingginya angka kematian di wilayah ini juga terkait dengan faktor sosial-

ekonomi, di mana penyakit ini tidak hanya menjadi masalah kesehatan tetapi juga 

memperparah ketidaksetaraan sosial dan ekonomi. Meskipun pengobatan pneumonia 

tersedia dan biasanya melibatkan penggunaan antibiotik, antivirals, dan terapi lain, 

keberhasilan pengobatan sangat bergantung pada kecepatan diagnosis dan inisiasi terapi. 

Identifikasi yang cepat dan akurat sangat penting untuk memulai pengobatan dengan 
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segera, sehingga dapat mengurangi risiko komplikasi serius dan meningkatkan peluang 

kesembuhan pasien (Ayan et. all, 2019). 

 

2.2    Klasifikasi Citra 

Klasifikasi citra adalah proses dalam pengolahan gambar yang bertujuan untuk 

mengidentifikasi dan mengategorikan objek atau fitur yang terdapat dalam citra digital ke 

dalam kelas-kelas tertentu (Moen et. all, 2019). Proses ini melibatkan ekstraksi fitur dari 

citra, seperti pola warna, tekstur, dan bentuk, kemudian menggunakan fitur-fitur ini untuk 

menentukan kelas atau kategori citra berdasarkan data pelatihan yang telah ada (Canedo 

et. all, 2020). Untuk visualisasi proses klasifikasi citra diberikan pada gambar 2. 1. 

 

 

Gambar 2. 1. Proses Klasifikasi Citra 

 

Klasifikasi citra sangat penting dalam berbagai aplikasi, mulai dari pengenalan 

wajah dan analisis medis hingga deteksi objek dalam video dan pengawasan lingkungan. 

Selama proses klasifikasi, model yang digunakan akan mempelajari karakteristik dari 

berbagai kelas citra melalui algoritma pembelajaran mesin, kemudian menerapkan 

pengetahuan ini untuk mengklasifikasikan citra baru secara akurat. Dengan kemajuan 

teknologi dan algoritma, klasifikasi citra telah menjadi lebih canggih, mampu menangani 
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kompleksitas visual yang tinggi dan memberikan hasil yang lebih akurat dalam berbagai 

konteks penelitian. 

 

2.3    Deep Learning 

Kecerdasan Buatan (Artificial Intelligence/AI) merupakan cabang ilmu komputer 

yang berfokus pada pengembangan sistem yang dapat melakukan tugas-tugas yang 

biasanya membutuhkan kecerdasan manusia (Rifky et. all, 2024). AI mencakup berbagai 

teknologi dan metode, termasuk pembelajaran mesin (machine learning), di mana 

komputer dilatih untuk mengenali pola dalam data dan membuat keputusan berdasarkan 

pola tersebut. AI digunakan dalam berbagai aplikasi, mulai dari sistem rekomendasi di 

platform e-commerce hingga kendaraan otonom (Zebua et. all, 2024). Tujuan utama AI 

adalah menciptakan sistem yang dapat belajar, beradaptasi, dan membuat keputusan 

secara mandiri tanpa intervensi manusia. Image processing atau pengolahan citra adalah 

proses mengolah gambar untuk meningkatkan kualitasnya atau mengekstrak informasi 

yang bermanfaat (Ngugi et. all, 2021). Dalam image processing, gambar diubah atau 

dianalisis untuk mencapai tujuan tertentu, seperti meningkatkan kejernihan gambar, 

mendeteksi objek, atau mengenali pola (Jasim et. all, 2020). Pengolahan citra digunakan 

dalam berbagai bidang, termasuk medis, di mana teknik ini diterapkan untuk 

menganalisis citra medis seperti MRI dan X-ray, serta dalam pengawasan keamanan 

melalui analisis citra video. Deep learning, sebagai cabang dari pembelajaran mesin, 

sangat berperan dalam kemajuan image processing.  

Deep learning adalah subbidang dari pembelajaran mesin (machine learning) yang 

berfokus pada model-model berbasis jaringan saraf tiruan yang memiliki banyak lapisan 

(layer) pemrosesan (Roberts et. all, 2022). Model ini dirancang untuk meniru cara kerja 

otak manusia dalam memproses data, belajar dari pengalaman, dan membuat keputusan. 

Di dalam deep learning, jaringan saraf tiruan ini belajar secara hierarkis, di mana setiap 
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lapisan bertanggung jawab untuk mengekstrak fitur atau pola tertentu dari data yang 

diberikan, mulai dari fitur yang sederhana hingga yang lebih kompleks (Janiesch et. all, 

2021). Keunggulan deep learning terletak pada kemampuannya untuk mengolah sejumlah 

besar data dan secara otomatis menemukan representasi data yang berguna tanpa perlu 

intervensi manusia dalam proses ekstraksi fitur (Wang et. all, 2021). Ini membuat deep 

learning sangat efektif untuk berbagai aplikasi yang melibatkan data yang sangat 

kompleks, seperti gambar, suara, dan teks. Teknologi ini telah merevolusi banyak bidang, 

termasuk pengenalan suara, pemrosesan bahasa alami, dan pengolahan citra, karena 

kemampuannya untuk mencapai tingkat akurasi yang sangat tinggi dalam tugas-tugas 

yang sulit untuk dipecahkan oleh metode pembelajaran mesin yang tradisional. 

 

2.4    Reccurent Neural Network 

Recurrent Neural Networks (RNN) adalah jenis jaringan saraf tiruan yang sangat 

efektif untuk memproses data berurutan, seperti teks, sinyal suara, atau bahkan citra yang 

memiliki struktur berurutan (Ullah et. all, 2022). Dalam konteks klasifikasi citra, RNN 

digunakan untuk menangkap hubungan temporal atau spasial yang ada dalam citra, 

terutama ketika citra tersebut diproses dalam potongan-potongan sekuensial (Kanakala et. 

all, 2023). Misalnya, citra dapat dipecah menjadi beberapa bagian, seperti baris atau 

kolom piksel, yang kemudian diolah oleh RNN secara berurutan. Untuk visualisasi kerja 

RNN diberikan pada gambar 2.2. 
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Gambar 2. 2. Visualisasi kerja RNN 

 

Gambar 2.2 menunjukkan visualisasi kerja RNN. Dalam RNN, arsitekturnya 

memiliki mekanisme umpan balik, yang memungkinkan jaringan untuk mempertahankan 

"memori" dari input sebelumnya saat memproses input baru. Mekanisme ini dicapai 

dengan menghubungkan status tersembunyi (hidden state) dari satu waktu ke waktu 

berikutnya, memungkinkan informasi dari waktu sebelumnya untuk mempengaruhi 

keputusan di waktu berikutnya. Rumus matematis yang menggambarkan pembaruan 

status tersembunyi dalam RNN pada waktu t diberikan pada poin 1. 

 

 ℎ
𝑡
 𝜎 𝑊

ℎ
 𝑥

𝑡
 𝑈

ℎ
 ℎ

𝑡 1
 𝑏

ℎ
  (1) 

 

Poin 1 menggambarkan rumus matematis dari proses metode Reccurent Neural 

Network. Dapat dilihat pada poin 1, ℎ
𝑡
 merupakan status tersembunyi pada runtutan 

waktu atau t, 𝑥
𝑡
 merupakan input yang diberikan pada waktu t, ℎ

𝑡 1
 merupakan status 

tersembunyi dari waktu sebelumnya, 𝑊
ℎ
 serta 𝑈

ℎ
 yaitu merupakan matriks bobot yang 

perlu dipelajari oleh model RNN, 𝑏
ℎ
 adalah vector bias dan 𝜎 merupakan fungsi aktivasi 

non-linear seperti sigmoid atau tanh. Setelah memproses seluruh urutan input, status 
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tersembunyi terakhir ℎ
𝑡
 (di mana t merupakan panjang urutan) sering kali digunakan 

sebagai representasi yang mengandung informasi urutan input. Dalam tugas klasifikasi, 

representasi ini kemudian dapat digunakan sebagai input ke lapisan softmax untuk 

menghasilkan distribusi probabilitas di antara kelas-kelas yang berbeda. Untuk rumus 

representasi metode softmax dalam menghasilkan probabilitas kelas diberikan pada poin 2. 

 

 𝑦  𝑠𝑜𝑓𝑡𝑚𝑎𝑥 𝑊
𝑜
 ℎ

𝑇
 𝑏

𝑜
  (1) 

 

 

Poin 2 menunjukkan perhitungan representasi metode softmax dalam menghasilkan 

probabilitas setiap kelas dari data. Dapat dilihat pada poin 2, 𝑊
𝑜

 merupakan matriks 

bobot untuk lapisan output, 𝑏
𝑜
 merupakan vector bias yang ada untuk lapisan output dan 

softmax adalah fungsi aktivasi yang menghasilkan distribusi probabilitas untuk setiap 

kelas. Dalam kasus klasifikasi citra, output dari layer RNN terakhir (yaitu y, di mana T 

merupakan panjang sekuens) biasanya diumpankan ke lapisan Dense (fully connected) 

untuk menghasilkan prediksi akhir berdasarkan kelas yang diinginkan. Namun, RNN 

memiliki beberapa kelemahan, terutama ketika berhadapan dengan urutan panjang. Salah 

satu masalah utama yang dihadapi oleh RNN adalah vanishing gradient problem. Ini 

terjadi selama proses pelatihan di mana gradien yang dihitung menjadi sangat kecil (atau 

sangat besar), menyebabkan bobot di lapisan-lapisan awal tidak diperbarui secara efektif. 

Secara umum, RNN adalah model yang kuat untuk menangani data sekuensial dan 

temporal, namun mereka memiliki keterbatasan dalam klasifikasi citra statis. Mereka 

lebih cocok untuk tugas-tugas di mana informasi kontekstual dari data sekuensial 

diperlukan, seperti analisis video, pemodelan bahasa, dan pengenalan pola pada data deret 

waktu. 
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2.5    Syntetic Minority Over-Sampling 

SMOTE (Synthetic Minority Over-sampling Technique) merupakan sebuah metode 

yang digunakan untuk mengatasi masalah ketidakseimbangan kelas dalam dataset, 

terutama dalam konteks pembelajaran mesin (Ishaq et. all, 2021). Ketidakseimbangan 

kelas terjadi ketika salah satu kelas dalam dataset memiliki jumlah sampel yang jauh 

lebih sedikit dibandingkan dengan kelas lainnya, yang dapat menyebabkan model 

menjadi bias dan cenderung mengabaikan kelas minoritas. SMOTE bekerja dengan 

menciptakan sampel sintetis untuk kelas minoritas, bukan hanya dengan menduplikasi 

sampel yang ada, tetapi dengan menghasilkan sampel baru berdasarkan interpolasi antara 

sampel minoritas yang ada (Li et. all, 2021). Proses ini dilakukan dengan memilih sampel 

acak dari kelas minoritas dan kemudian menghitung vektor perbedaan antara sampel 

tersebut dan tetangganya yang terdekat. Sampel sintetis kemudian dihasilkan dengan 

menambahkan vektor perbedaan ini ke sampel asli dengan bobot acak yang berada di 

antara 0 dan 1. Untuk rumus perhitungan SMOTE dalam melakukan generate data sintetis 

diberikan pada poin 3. 

 

 𝑥
𝑏𝑎𝑟𝑢

 𝑥
𝑖
 (𝑥

𝑛𝑛
 𝑥

𝑖
)  𝛿 (3) 

 

 

Poin 3 menunjukkan rumus perhitungan SMOTE dalam melakukan pembuatan data 

sintetis baru. Dapat dilihat pada poin 3, Dimana 𝑥
𝑖
 merupakan vektor fitur dari sampel 

minoritas asli, 𝑥
𝑛𝑛

 merupakan vektor fitur dari salah satu tetangga terdekat xix_ixi yang 

dipilih secara acak dan 𝛿 merupakan bilangan acak yang berada dalam rentang angka 0 

dan 1 yang menentukan seberapa jauh sampel sintetis akan berada di sepanjang garis 

antara 𝑥
𝑖
 dan 𝑥

𝑛𝑛
 untuk dapat menghasilkan data sintetis. Proses ini diulangi untuk setiap 

sampel minoritas sampai jumlah sampel kelas minoritas mendekati atau sama dengan 
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jumlah sampel di kelas mayoritas, dengan tujuan untuk mengurangi ketidakseimbangan 

kelas dalam dataset. 

 

2.6    Confusion Matrix 

Confusion Matrix adalah alat penting dalam evaluasi kinerja model klasifikasi, 

terutama ketika berhadapan dengan dataset yang memiliki lebih dari dua kelas atau ketika 

kelas-kelasnya tidak seimbang (Xu et. all, 2020). Matrix ini terdiri dari empat komponen 

utama: True Positive (TP), True Negative (TN), False Positive (FP), dan False Negative 

(FN) (Hasnain et, all, 2020). True Positive (TP) adalah jumlah prediksi di mana model 

dengan benar mengidentifikasi kelas positif (misalnya, mengklasifikasikan penyakit 

ketika pasien benar-benar sakit). True Negative (TN) adalah jumlah prediksi di mana 

model dengan benar mengidentifikasi kelas negatif (misalnya, mengklasifikasikan tidak 

adanya penyakit ketika pasien benar-benar sehat). False Positive (FP) adalah kasus di 

mana model salah mengklasifikasikan kelas negatif sebagai positif (misalnya, 

mengklasifikasikan pasien sehat sebagai sakit), sedangkan False Negative (FN) adalah 

kasus di mana model salah mengklasifikasikan kelas positif sebagai negatif (misalnya, 

mengklasifikasikan pasien sakit sebagai sehat). Contoh confusion matrix diberikan pada 

gambar 2.3. 

 

 

Gambar 2. 3. Visualisasi Confusion Matrix 
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Dengan Confusion Matrix, kita bisa memperoleh berbagai metrik evaluasi yang 

memberikan wawasan lebih dalam tentang performa model daripada hanya melihat 

akurasi saja. Precision adalah metrik yang digunakan untuk mengukur seberapa tepat 

prediksi positif yang dibuat oleh model (Ramli et. all, 2023). Precision berfokus pada 

akurasi dari prediksi yang dikategorikan sebagai positif oleh model, dengan menghitung 

proporsi dari prediksi positif yang benar-benar positif. Untuk rumus precision diberikan 

pada poin 4. 

 

 
          

𝑇 

 𝑇       
 

(4) 

 

Poin 4 menunjukkan rumus perhitungan presisi. Semakin tinggi nilai Precision, 

semakin sedikit model melakukan kesalahan dalam mengidentifikasi sampel yang 

sebenarnya negatif sebagai positif, yang berarti model lebih dapat diandalkan dalam 

memberikan prediksi positif. Recall, juga dikenal sebagai Sensitivity atau True Positive 

Rate, mengukur seberapa baik model dalam menangkap semua sampel positif (Riehl et. 

all, 2023). Recall memberikan gambaran tentang kemampuan model dalam 

mengidentifikasi semua sampel yang seharusnya diklasifikasikan sebagai positif. Untuk 

rumus perhitungan recall diberikan pada poin 5. 

 

 
         

𝑇 

 𝑇        
 

(5) 

 

Poin 5 menggambarkan perhitungan matematis nilai recall. Recall tinggi 

menunjukkan bahwa model mampu menangkap hampir semua kasus positif, meskipun 

mungkin harus mengorbankan sedikit presisi, artinya model mungkin juga akan 

mengidentifikasi beberapa sampel negatif sebagai positif. F1-Score adalah metrik yang 
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menggabungkan Precision dan Recall menjadi satu angka tunggal yang memberikan 

keseimbangan antara keduanya. F1-Score sangat berguna dalam situasi di mana ada 

ketidakseimbangan kelas atau ketika kedua metrik, Precision dan Recall (Chicco et. all, 

2020). Untuk rumus perhitungan F1-Score diberikan pada poin 6. 

 

 
           

    𝑟 𝑐𝑖𝑠𝑖𝑜𝑛    𝑐𝑎   

  𝑟 𝑐𝑖𝑠𝑖𝑜𝑛    𝑐𝑎   
 

(6) 

 

Poin 6 menggambarkan perhitungan matematis mengenai nilai f1-score. 

Berdasarkan nilai f1-score, Jika Precision dan Recall keduanya tinggi, F1-Score juga 

akan tinggi, menunjukkan bahwa model memiliki kinerja yang baik dalam hal prediksi 

positif yang benar dan dalam mendeteksi semua sampel positif. 

 

2.7    Python 

Python adalah bahasa pemrograman tingkat tinggi yang sangat populer karena 

kesederhanaan sintaksnya dan kemampuannya untuk menangani berbagai jenis tugas 

pemrograman, dari pengembangan website hingga analisis data dan pembelajaran mesin 

(Ritonga et. all, 2023). Dikembangkan oleh Guido van Rossum dan pertama kali dirilis 

pada tahun 1991, Python dirancang untuk memiliki sintaks yang mudah dipahami, 

memungkinkan para pemrogram untuk mengekspresikan konsep-konsep mereka dengan 

lebih sedikit baris kode dibandingkan dengan bahasa seperti C++ atau Java. Bahasa ini 

mendukung berbagai paradigma pemrograman, termasuk pemrograman berorientasi 

objek, prosedural, dan fungsional, sehingga fleksibel untuk berbagai aplikasi. Selain itu, 

Python memiliki komunitas yang sangat aktif dan ekosistem pustaka yang luas. 

Python juga dikenal dengan dukungannya yang kuat untuk integrasi dan 

interoperabilitas, memungkinkan pengguna untuk menghubungkan berbagai sistem dan 

perangkat lunak dengan mudah (Kauhanen et. all, 2021). Misalnya, Python dapat 
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digunakan untuk mengotomatisasi tugas-tugas administratif, membangun aplikasi website 

melalui kerangka kerja seperti Django atau Flask, dan mengembangkan algoritma 

kecerdasan buatan. Dengan adanya interpreter yang tersedia untuk hampir semua sistem 

operasi, seperti Windows, macOS, dan Linux, Python menjadi bahasa yang sangat 

portabel. Selain itu, Python memiliki fitur manajemen emori otomatis dan penanganan 

kesalahan yang kuat, yang membantu dalam pengembangan aplikasi skala besar tanpa 

harus terlalu khawatir tentang manajemen sumber daya rendah level. Dengan kemudahan 

penggunaannya, dokumentasi yang ekstensif, dan dukungan komunitas yang besar, 

Python terus berkembang menjadi salah satu bahasa pemrograman paling penting di 

dunia teknologi. 

 

2.8    Penelitian Terkait 

Penelitian yang dilakukan oleh (Manimurungan, 2024) berfokus pada 

pengembangan metode klasifikasi kanker kulit yang lebih efektif dengan memanfaatkan 

pendekatan hybrid jaringan saraf. Dalam studi ini, peneliti menggunakan kombinasi dari 

Context-Aware Convolutional Neural Network (CA-CNN) dan Recurrent Neural Network 

(RNN) untuk memproses dan menganalisis gambar kulit yang dicurigai mengandung 

kanker. Tujuan utama dari penggunaan metode hybrid ini adalah untuk meningkatkan 

akurasi dan efisiensi dalam klasifikasi citra, dengan mempertimbangkan konteks spasial 

dan temporal dari data input. Pendekatan CA-CNN bertanggung jawab untuk menangkap 

fitur spasial dari gambar kulit, seperti tekstur dan pola, yang penting dalam mendeteksi 

berbagai jenis kanker kulit. Sementara itu, RNN digunakan untuk memahami 

ketergantungan sekuensial dan temporal, yang membantu dalam memahami 

perkembangan atau perubahan yang mungkin terjadi dalam lesi kulit. Hasil penelitian 

menunjukkan bahwa model CA-CNN-RNN yang diusulkan berhasil mencapai kinerja 

yang mengesankan dengan akurasi pengujian sebesar 97.14%, yang menandakan 
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kemampuan model untuk secara tepat mengklasifikasikan gambar kanker kulit. Selain itu, 

model ini juga mencatatkan nilai presisi sebesar 96.49%, yang menunjukkan kemampuan 

model untuk mengurangi jumlah positif palsu. Nilai recall yang mencapai 98.21% 

menekankan efektivitas model dalam mendeteksi kasus-kasus kanker yang sebenarnya, 

mengurangi jumlah negatif palsu. Terakhir, f1-score sebesar 96.50% menunjukkan 

keseimbangan yang baik antara presisi dan recall, menegaskan model ini sebagai solusi 

yang sangat efektif dan andal dalam diagnosis kanker kulit. 

Penelitian yang dilakukan oleh (Imran et. al, 2021) mengeksplorasi proses 

klasifikasi penyakit katarak dengan memanfaatkan metode Convolutional Neural 

Network (CNN) dan Recurrent Neural Network (RNN). Fokus utama dari penelitian ini 

adalah pengembangan model yang dapat secara efektif dan akurat mengklasifikasikan 

penyakit katarak berdasarkan data medis yang diberikan. Dalam kajian ini, peneliti 

mengintegrasikan CNN dan RNN untuk mengoptimalkan proses klasifikasi. CNN, yang 

dikenal efektif dalam ekstraksi fitur dari citra medis, digunakan untuk mendeteksi pola-

pola visual yang relevan dalam gambar mata pasien. Sementara itu, RNN, dengan 

kemampuannya untuk memproses data berurutan, digunakan untuk menganalisis data 

temporal atau sekuensial yang mungkin ada dalam dataset. Model yang dikembangkan 

dalam penelitian ini berhasil mencapai tingkat akurasi pengujian sebesar 97.39%. Angka 

ini menunjukkan peningkatan signifikan dibandingkan dengan hasil yang diperoleh dalam 

penelitian sebelumnya. Peningkatan akurasi ini menandakan bahwa kombinasi metode 

CNN dan RNN dalam model ini mampu meningkatkan kemampuan deteksi dan 

klasifikasi penyakit katarak dengan lebih baik. Secara keseluruhan, hasil dari penelitian 

ini memberikan kontribusi penting dalam bidang pengembangan sistem deteksi otomatis 

untuk penyakit katarak, menawarkan potensi peningkatan dalam akurasi diagnosis dan 

memberikan panduan yang berguna bagi peneliti dan praktisi di bidang kedokteran mata. 

Penelitian yang dilakukan oleh (Yan et. al, 2020) fokus pada proses klasifikasi 

kanker payudara dengan memanfaatkan metode hybrid deep neural network. Penelitian 
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ini mengadopsi pendekatan yang menggabungkan dua metode utama dalam deep learning, 

yaitu Convolutional Neural Network (CNN) dan Recurrent Neural Network (RNN). 

Dalam penelitian ini, CNN digunakan sebagai ekstraktor informasi dari data, terutama 

untuk menganalisis citra medis. CNN memiliki kemampuan untuk mengidentifikasi fitur-

fitur penting dalam gambar dengan akurasi tinggi, yang merupakan langkah awal yang 

krusial dalam proses klasifikasi. Dengan ekstraksi fitur yang efisien, CNN dapat 

menangkap pola-pola visual yang relevan yang berkaitan dengan kanker payudara. 

Setelah ekstraksi fitur oleh CNN, data yang dihasilkan kemudian diproses menggunakan 

RNN. RNN di sini berfungsi sebagai model klasifikasi yang mampu menganalisis data 

sekuensial atau temporal, serta menyaring informasi yang relevan untuk menentukan 

kategori akhir. Kombinasi ini memanfaatkan kekuatan kedua metode untuk meningkatkan 

akurasi klasifikasi. Hasil dari penelitian ini menunjukkan bahwa model hybrid yang 

dibangun berhasil mencapai akurasi sebesar 91.3%. Angka ini menandakan bahwa model 

tersebut efektif dalam melakukan klasifikasi kanker payudara dengan tingkat keakuratan 

yang signifikan. Pencapaian ini menunjukkan bahwa metode hybrid yang diterapkan 

dalam penelitian ini mampu mengatasi tantangan dalam klasifikasi kanker payudara 

dengan lebih baik dibandingkan metode tradisional. 

Penelitian yang dilakukan oleh (Veena et. al, 2024) memfokuskan pada proses 

diagnosis glaucoma dengan memanfaatkan citra medis. Penelitian ini menggunakan 

model kombinasi dari Recurrent Neural Network (RNN) dan Long Short-Term Memory 

(LSTM) untuk meningkatkan akurasi dan efektivitas dalam klasifikasi glaucoma. Dalam 

penelitian ini, RNN dan LSTM digabungkan untuk memanfaatkan kekuatan keduanya 

dalam mengolah data sekuensial. RNN berfungsi untuk menangani data sekuensial yang 

mungkin terdapat dalam citra medis, sedangkan LSTM, yang merupakan varian dari RNN, 

ditambahkan untuk mengatasi masalah vanishing gradient dan untuk menangkap 

ketergantungan jangka panjang dalam data. Kombinasi kedua metode ini memungkinkan 

model untuk belajar dari pola temporal yang kompleks dalam citra, meningkatkan akurasi 
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klasifikasi. Hasil dari penelitian ini menunjukkan bahwa model RNN-LSTM yang 

dikembangkan mencapai akurasi pengujian sebesar 97.4%. Selain itu, model ini juga 

menunjukkan nilai spesifisitas (specificity) sebesar 97.9% dan sensitivitas (sensitivity) 

sebesar 97%. Spesifisitas mengukur kemampuan model untuk secara benar 

mengidentifikasi pasien yang tidak menderita glaucoma, sedangkan sensitivitas 

mengukur kemampuan model untuk mengidentifikasi pasien yang benar-benar menderita 

glaucoma. 

Penelitian yang dilakukan oleh (Zamani et. al, 2021) membahas tentang proses 

klasifikasi emosi dengan memanfaatkan gabungan metode Convolutional Neural Network 

(CNN) dan Recurrent Neural Network (RNN). Fokus utama dari penelitian ini adalah 

untuk mengevaluasi performa kombinasi model CNN dan RNN dalam klasifikasi citra 

yang berkaitan dengan emosi. Dalam penelitian ini, dua jenis model gabungan diuji: 1D-

CNN-GRU dan 1D-CNN-LSTM. Model 1D-CNN-GRU mengintegrasikan CNN dengan 

Gated Recurrent Unit (GRU), sementara model 1D-CNN-LSTM menggabungkan CNN 

dengan Long Short-Term Memory (LSTM). CNN digunakan untuk mengekstraksi fitur 

dari citra, sedangkan GRU dan LSTM, sebagai varian dari RNN, digunakan untuk 

memproses data sekuensial dan menangkap ketergantungan temporal dalam fitur yang 

diekstraksi. Hasil dari penelitian ini menunjukkan bahwa model 1D-CNN-GRU mencapai 

akurasi sebesar 96.3%, sementara model 1D-CNN-LSTM berhasil mencapai akurasi yang 

lebih tinggi, yaitu 97.8%. Akurasi ini menandakan bahwa model 1D-CNN-LSTM sedikit 

lebih efektif dalam melakukan klasifikasi emosi dibandingkan model 1D-CNN-GRU. 

Peningkatan akurasi ini menunjukkan bahwa LSTM mungkin lebih baik dalam 

menangkap pola temporal yang kompleks dalam data emosi dibandingkan GRU. 

 

Tabel 2. 1. Penelitian Terkait 

No Penulis Tahun Penelitian Metode Hasil 

1 S. 2024 Klasifikasi CA-CNN Hasil penelitian 
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Manimurugan konker kulit dan RNN menunjukkan bahwa 

model CA-CNN-

RNN yang diusulkan 

berhasil mencapai 

kinerja yang 

mengesankan dengan 

akurasi pengujian 

sebesar 97.14%, 

presisi sebesar 

96.49% dan f1-score 

sebesar 96.50%. 

2 Azhar Imran, 

Jianqiang Li, 

Yan Pei, 

Faheem Akhtar, 

Tariq 

Mahmood dan 

Li Zhang 

2021 Klasifikasi 

katarak 

Kombinasi 

CNN dan 

RNN 

Model yang 

dikembangkan dalam 

penelitian ini berhasil 

mencapai tingkat 

akurasi pengujian 

sebesar 97.39%. 

Angka ini 

menunjukkan 

peningkatan 

signifikan 

dibandingkan dengan 

hasil yang diperoleh 

dalam penelitian 

sebelumnya. 

3 Rui Yan, Fei 

Ren, Zihao 

Wang, Lihua 

Wang, Tong 

Zhang, Yudong 

Liu, Xiaosong 

Rao, Chunhou 

Zheng dan Fa 

Zhang 

2020 Klasifikasi 

kanker 

payudara 

Kombinasi 

CNN dan 

RNN 

Hasil dari penelitian 

ini menunjukkan 

bahwa model hybrid 

yang dibangun 

berhasil mencapai 

akurasi sebesar 

91.3%. Angka ini 

menandakan bahwa 

model tersebut 

efektif dalam 
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melakukan 

klasifikasi kanker 

payudara dengan 

tingkat keakuratan 

yang signifikan. 

4 H. N. Veena, 

Kavita K. Patil, 

P. Vanajakshi, 

Anilkumar 

Ambore dan 

Naveen 

Chandra 

Gowda 

2024 klasifikasi 

penyakit 

glaucoma 

Kombinasi 

RNN dan 

LSTM 

Hasil dari penelitian 

ini menunjukkan 

bahwa model RNN-

LSTM yang 

dikembangkan 

mencapai akurasi 

pengujian sebesar 

97.4%. Selain itu, 

model ini juga 

menunjukkan nilai 

spesifisitas 

(specificity) sebesar 

97.9% dan 

sensitivitas 

(sensitivity) sebesar 

97%. 

5 Farhad Zamani 

and Retno 

Wulansari  

2021 klasifikasi 

emosi 

Kombinasi 

1DCNN dan 

RNN 

Hasil dari penelitian 

ini menunjukkan 

bahwa model 1D-

CNN-GRU mencapai 

akurasi sebesar 

96.3%, sementara 

model 1D-CNN-

LSTM berhasil 

mencapai akurasi 

yang lebih tinggi, 

yaitu 97.8%. 
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BAB III  

METODOLOGI PENELITIAN 

 

3.1    Instrumen Penelitian 

Hasil dari pengembangan yang dilakukan dalam penelitian ini melibatkan 

pemanfaatan berbagai instrumen dan spesifikasi untuk mendukung proses penelitian. Ini 

mencakup perangkat keras, perangkat lunak, serta sistem operasi yang digunakan untuk 

mendukung pengembangan aplikasi. Berikut adalah rincian spesifikasi yang diterapkan 

dalam penelitian ini: 

 

Tabel 3. 1. Tabel Instrumen Penelitian 

Instrumen Spesifikasi 

Inetgrated Processor 

11th Gen Intel(R) Core(TM) i7-11800H 

@ 2.30GHz (16 CPUs), ~2.3GHz 

Integrated Memory 8 Gb 

Integrated SSD 512 Gb 

Series Asus TUF Gaming FX06HC 

Microsoft Word Version 2019 

Python Version (Installed) 3.10 
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3.2    Pengumpulan Data 

Dalam pengembangan model untuk penelitian ini, penting untuk memastikan 

bahwa model yang dikembangkan dapat mempelajari pola data secara efektif. Oleh 

karena itu, data yang digunakan untuk pelatihan dan pengujian model harus berkualitas 

dan representatif. Data yang digunakan dalam penelitian ini diperoleh dari RSUD Dr 

Pirngadi di kota Medan, sebuah rumah sakit yang dikenal memiliki fasilitas medis yang 

lengkap dan kredibel. RSUD Dr Pirngadi Medan, sebagai salah satu rumah sakit di kota 

Medan, yang Dimana rumah sakit ini menyediakan berbagai layanan medis, termasuk 

layanan radiologi. Data yang digunakan dalam penelitian ini berupa gambar citra X-Ray 

paru-paru pasien, yang dikumpulkan secara sistematis untuk keperluan diagnosis dan 

pemantauan kondisi kesehatan. Gambar-gambar ini mencerminkan kondisi paru-paru 

pasien dengan dua kategori utama: pasien yang tidak terinfeksi pneumonia (kategori 

normal) dan pasien yang terinfeksi pneumonia. Mengidentifikasi infeksi pneumonia pada 

tahap awal sangat penting untuk mencegah penyebaran lebih lanjut dan komplikasi yang 

lebih serius. Dengan adanya deteksi dini, langkah-langkah pencegahan dan pengobatan 

dapat diambil lebih awal, yang dapat meningkatkan prognosis pasien dan mengurangi 

risiko komplikasi. Oleh karena itu, visualisasi data seperti yang ditunjukkan pada Gambar 

4, tidak hanya memberikan informasi tentang distribusi data dalam penelitian ini, tetapi 

juga menggarisbawahi pentingnya identifikasi dan diagnosis dini terhadap infeksi 

pneumonia. Ini menekankan kebutuhan untuk menggunakan teknologi diagnostik canggih 

dalam mengidentifikasi kondisi patologis dan memastikan penanganan yang tepat untuk 

menjaga kesehatan paru-paru pasien. 

 

3.3    Metode yang Diusulkan 

Mengingat perlunya diagnosis lebih awal untuk mengidentifikasi penyakit 

pneumonia lebih awal dan mengurangi risiko yang terjadi, maka diperlukan suatu sistem 
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yang dapat melakukan prediksi dan identifikasi yang cepat dan akurat. Oleh karena itu, 

pada penelitian ini mengusulkan untuk membangun model klasifikasi penyakit 

pneumonia berdasarkan citra X-Ray dengan menggunakan metode deep learning. Dalam 

penelitian ini meotde klasifikasi yang digunakan yaitu dengan menggunakan metode 

Reccurent Neural Network (RNN). Setelah data dikumpulkan, maka Langkah selanjutnya 

yaitu melakukan proses preprocessing data atau pemrosesan data sehingga siap 

digunakan untuk melatih dan menguji model yang dibangun. Dalam penelitian ini proses 

preprocessing yang dilakukan yaitu menyeimbangkan kelas data. Tahap ini dilakukan 

karena dataset yang dikumpulkan memiliki kesenjangan jumlah antara kelas pneumonia 

dan kelas normal, sehingga hal tersebut dapat menyebabkan bias pada data dan model 

tidak bisa mempelajari pola dari data dengan maksimal. Oleh karena itu, pada penelitian 

ini proses penyeimbangan jumlah data akan menggunakan metode Syntetic Minority Over 

Sampling (SMOTE). Metode SMOTE bekerja dengan melakukan generate data sintetis 

pada kelas data minoritas sehingga bisa berjumlah sama atau setidaknya mendekati data 

mayoritas. Sehingga dengan adanya metode ini diharapkan model yang dibangun dapat 

mempelajari pola data dengan maksimal. Dalam penelitian ini, proses klasifikasi akan 

menggunakan metode Reccurent Neural Network. RNN dipilih karena kemampuannya 

untuk menangani data yang bersifat sekuensial atau temporal. Meskipun citra X-Ray 

umumnya dianggap data statis, RNN dapat menangkap pola-pola temporal dan hubungan 

jangka panjang yang mungkin tersembunyi dalam data citra. RNN dapat membantu 

model memahami struktur data yang kompleks dan membuat prediksi yang lebih akurat 

dengan mempertimbangkan urutan dan hubungan antar fitur. Sehingga, dengan 

dibangunnya model tersebut diharapkan dapat membantu proses identifikasi dan diagnosa 

penyakit pneumonia lebih cepat serta bisa diambil tindakan penanganan secepatnya agar 

tidak parah. Berdasarkan pembahasan yang telah dilakukan, maka untuk mencapai tujuan 

yaitu membangun model klasifikasi penyakit pneumonia, maka diperlukan sebuah alur 
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proses yang jelas. Untuk alur proses penelitian dalam membangun sistem diagnosa 

penyakit pneumonia diberikan pada gambar 3.1. 

 

 

Gambar 3. 1. Alur Penelitian 

 

Gambar 3.1 menunjukkan alur proses penelitian yang dilakukan. Berdasarkan 

gambar 5, bisa dijabarkan alur penelitian sebagai berikut: 

1. Hal pertama yang dilakukan yaitu pengumpulan data penelitian, yang Dimana 

pada penelitian ini, data didapatkan dari RSUD Dr Pirngadi Medan, yang Dimana 
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berupa data paru paru hasil scan X-Ray pada rumah sakit tersebut, yang Dimana 

berjumlah sebanyak 5840 data citra dengan ekstensi .jpeg dan memiliki kelas 

data yaitu normal dan pneumonia. 

2. Selanjutnya, setelah dilakukan proses pengumpulan data, maka dilakukan proses 

pembacaan data dan pengecekan data apakah data yang didapatkan sudah sesuai 

sudah atau belum, apabila data sudah sesuai, maka dapat melanjutkan pada 

Langkah selanjutnya dan apabila belum melakukan pengumpulan data ulang. 

3. Setelah data dipastikan sesuai, maka selanjutnya melakukan proses normalisasi 

data. Dalam tahapan ini, data citra yang didapatkan dilakukan proses normalisasi 

dan reshape data sehingga menjadi ukuran pixel antara 0 hingga 255 serta ukuran 

citra sebesar 150 x 150 pixel. Hal ini dilakukan dengan tujuan agar model yang 

dibangun dapat memproses data secara general dan memiliki waktu komputasi 

yang cepat.  

4. Setelah dilakukan proses normalisasi data, maka dapat dilakukan pengecekan 

apakah data yang digunakan memiliki kelas yang seimbang, apabila data 

memiliki kelas yang seimbang maka dapat langsung menuju Langkah 

Pembangunan model, namun apabila kelas data tidak seimbang, maka dilakukan 

proses generate data syntetic menggunakan SMOTE. Karena pada dataset yang 

didapatkan memiliki persebaran data yang tidak merata, maka dilakukan proses 

implementasi SMOTE. 

5. Karena dataset yang digunakan pada penelitian ini memiliki jumlah yang tidak 

seimbang, maka dilakukan proses implementasi metode SMOTE untuk generate 

syntetic data pada data minoritas sehingga memiliki jumlah yang sama atau 

mungkin mendekati jumlah data pada kelas mayoritas. Sehingga, dengan hal 

tersebut, pelatihan model dapat baik dan model tidak bias dalam mempelajari 

data. 
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6. Setelah dilakukan pemrosesan data, maka selanjutnya dilakukan proses 

Pembangunan model deep learning yang dibangun. Dalam penelitian ini, model 

yang digunakan yaitu merupakan model Reccurent Neural Network (RNN), 

dengan layer layer yang digunakan diberikan pada gambar 3.2. 

 

 

Gambar 3. 2. Layer RNN yang digunakan 

 

7. Setelah dilakukan proses Pembangunan model RNN, maka dapat dilakukan 

proses pelatihan dan pengujian model. Pelatihan model bertujuan agar model 

yang dibangun dapat mempelajari pola dari data, serta pengujian model bertujuan 

agar model yang dibangun dapat di evaluasi bagaimana performa dalam proses 

prediksi data. 

8. Selanjutnya, setelah melakukan proses pengujian model, maka dapat melakukan 

proses evaluasi performa model dengan menggunakan nilai nilai confusion matrix 

yaitu akurasi, presisi, recall dan f1-score. 
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BAB IV HASIL DAN PEMBAHASAN 

 

4.1    Analisis Data 

Dalam penelitian ini, dataset yang digunkan merupakan dataset yang dierpoleh 

dari pengumpulan data pada RSUD Dr Pirngadi di kota Medan. Berdasarkan hasil yang 

pengumpulan data Dataset yang diperoleh terdiri dari total 5.840 gambar citra X-Ray. 

Dari jumlah ini, terdapat 4.265 gambar citra yang termasuk dalam kategori pneumonia, 

menunjukkan kasus di mana pasien terdiagnosis dengan pneumonia. Sementara itu, 1.575 

gambar citra termasuk dalam kategori normal, yang menunjukkan bahwa pasien tidak 

mengalami infeksi pneumonia. Data ini telah dikumpulkan secara cermat untuk 

memastikan keberagaman dan representativitas, mencakup berbagai kondisi dan 

karakteristik citra paru-paru dari pasien yang berbeda. Proses pengumpulan data 

melibatkan seleksi dan anotasi yang teliti untuk memastikan bahwa gambar-gambar 

tersebut dapat digunakan untuk tujuan pelatihan model pembelajaran mesin. Untuk 

melatih model, dataset ini dibagi menjadi dua bagian. Sebanyak 5.216 gambar citra 

digunakan untuk proses pelatihan, terdiri dari 3.875 gambar pada kategori pneumonia dan 

1.341 gambar pada kategori normal. Pembagian ini dirancang untuk memberikan model 

cukup data untuk belajar dari berbagai contoh dan mengembangkan kemampuan deteksi 

yang akurat. Sisanya, yaitu 624 gambar citra, digunakan untuk pengujian model. Data 

pengujian terdiri dari 390 gambar pada kategori pneumonia dan 234 gambar pada 

kategori normal, dan bertujuan untuk menilai kinerja model pada data yang belum pernah 

dilihat sebelumnya. Pembagian dan penggunaan data ini dirancang untuk memastikan 

bahwa model dapat belajar secara efektif dari data pelatihan dan diuji dengan data yang 

representatif. Visualisasi dari data yang digunakan pada penelitian ini diberikan pada 

Tabel 4.1. 
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Tabel 4. 1. Visualisasi kelas dataset 

Pneumonia Normal 
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Tabel 4.1 menunjukkan visualisasi data yang digunakan dalam penelitian ini, 

memberikan gambaran yang mendetail mengenai karakteristik citra X-Ray paru-paru yang 

digunakan untuk analisis. Berdasarkan tabel yang diberikan mengenai perbandingan data 

kelas pneumonia dan normal, dapat dilihat bahwa pada gambar tersebut, tampak jelas 

perbedaan yang signifikan antara citra paru-paru yang menunjukkan infeksi pneumonia 

dan citra paru-paru yang sehat (normal). Dalam gambar 6, citra paru-paru yang terinfeksi 

pneumonia menunjukkan adanya indikasi visual yang khas, yaitu semacam kabut atau 
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area putih yang menyebar pada gambar. Fenomena ini terjadi karena adanya infeksi oleh 

jamur atau virus, yang menyebabkan infiltrasi atau penumpukan cairan serta perubahan 

pada jaringan paru-paru. Kabut atau area putih ini sering kali menunjukkan kerusakan 

pada jaringan paru-paru, yang merupakan tanda khas dari pneumonia. Infeksi ini dapat 

disebabkan oleh berbagai patogen, seperti bakteri, virus, atau jamur, dan dapat 

mengakibatkan penurunan fungsi paru-paru dan komplikasi serius jika tidak ditangani 

dengan cepat. Sebaliknya, pada citra paru-paru yang normal, terlihat kondisi paru-paru 

yang sehat tanpa adanya indikasi infeksi atau perubahan patologis. Citra ini menunjukkan 

pola dan tekstur paru-paru yang bersih dan teratur, tanpa adanya area kabut atau 

penumpukan yang mencurigakan. Kesehatan paru-paru dapat dilihat dari keberadaan 

struktur jaringan paru yang jelas dan bebas dari tanda-tanda infeksi. Berdasarkan 

pemaparan yang dilakukan, dapat diketahui bahwa data yang digunakan memiliki jumlah 

data pada setiap kelas yang tidak seimbang. Untuk visualisasi persebaran data diberikan 

pada gambar 4.1. 

 

 

Gambar 4. 1. Persebaran data awal 
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Gambar 4.1 menunjukkan persebaran data yang berhasil dikumpulkan. 

Berdasarkan peersebaran tersebut, maka dapat dilihat bahwa model yang dibangun 

memiliki ketidakseimbangan data pada kelas normal dan pneumonia. Hal tersebut tidak 

baik bagi model untuk belajar mengenali pola dari data, sehingga model tidak maksimal 

mempelajari pola dari data dan mengakibatkan bias serta dapat mengurangi performa 

model dalam melakukan proses klasifikasi. Sehingga, untuk mengatasi hal tersebut, pada 

penelitian ini dilakukan proses penyeimbangan kelas data dengan menggunakan metode 

Syntetic Minority Over Sampling atau SMOTE yang Dimana melakukan generate data 

sintetis pada data minoritas sehingga dapat memiliki jumlah data yang sama atau 

mendekati jumlah pada data mayoritas. Untuk hasil perbandingan data asli dengan data 

sintetis diberikan pada tabel 4.2 berikut. 

 

Tabel 4. 2. Visualisasi data hasil SMOTE 

Kelas Citra Asli Citra Sintetis 

Normal 

  

Normal 
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Normal 

  

Normal 

  

Normal 

  

Normal 

  

Normal 
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Normal 

  

Normal 

  

Normal 

  

Normal 

  

Normal 
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Normal 

  

Normal 

  

Normal 

  

Normal 

  

Normal 
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Normal 

  

Normal 

  

Normal 

  

Pneumonia 

  

Pneumonia 
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Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 
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Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 
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Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

Pneumonia 

  



47 

Pneumonia 

  

Pneumonia 

  

Pneumonia 

  

 

 Tabel 4.2 menunjukkan data hasil implementasi proses Syntetic Minority Over 

Sampling (SMOTE). Dapat dilihat pada tabel 4.2, metode SMOTE berhasil untuk 

memunculkan gambar baru yang mirip sehingga bisa menambah variasi data dan 

meningkatkan kinerja model dalam melakukan proses pembelajaran pola dari data. 

Setelah dilakukan proses implementasi data, maka jumlah kelas data dapat seimbang. 

Untuk hasil persebaran data dari implementasi proses SMOTE diberikan pada gambar 4.2. 
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Gambar 4. 2. Persebaran data hasil SMOTE 

 

Gambar 4.2 menunjukkan persebaran data setelah dilakukan proses SMOTE. Dapat 

dilihat pada gambar 4.2, setelah dilakukan proses implementasi SMOTE, persebaran baik 

pada data kelas normal dan pneumonia dapat seimbang dan dengan hal tersebut 

diharapkan bahwa model bisa mempelajari pola dari data dengan maksimal dan tidak bias 

serta dapat menghasilkan akurasi yang optimal. 

 

4.2    Analisis Layer RNN 

Dalam penelitian ini, proses klasifikasi akan dilakukan menggunakan algoritma 

Reccurent Neural Network. Untuk layer layer yang digunakan diberikan pada gambar 4.3. 
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Gambar 4. 3. Layer penelitian 

 

Gambar 4.3 menunjukkan layer yang digunakan untuk melakukan proses 

klasifikasi pneumonia berdasarkan citra X-Ray. Dapat dilihat pada gambar 4.3, Pada 

bagian awal, terdapat layer Reshape yang bertugas mengubah dimensi input dari (150, 

150, 1) menjadi (150, 150), dengan tujuan menyesuaikan bentuk data agar sesuai dengan 

input yang diperlukan oleh layer berikutnya. Layer ini menerima citra X-ray berukuran 

150x150 pixel dengan satu channel (grayscale), yang merupakan format umum untuk 

citra medis. Selanjutnya, model menggunakan layer SimpleRNN (Simple Recurrent 

Neural Network), yang berfungsi untuk menangkap pola atau dependensi temporal dalam 

data. Meskipun umumnya RNN lebih sering digunakan untuk data sekuensial seperti teks 

atau sinyal waktu, penggunaannya dalam model klasifikasi citra di sini bisa dimaksudkan 
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untuk mengeksplorasi dependensi antara piksel citra dari berbagai arah atau urutan 

tertentu. Layer ini menerima input dengan dimensi (150, 150) dan menghasilkan output 

dengan dimensi (None, 128), di mana 128 adalah jumlah unit yang digunakan dalam 

RNN. 

Setelah itu, layer Dense digunakan untuk mengurangi dimensi output dari RNN 

menjadi 64 neuron. Layer Dense ini merupakan fully connected layer yang mengubah 

data ke dalam bentuk yang lebih abstrak dan membantu jaringan saraf dalam menentukan 

fitur yang relevan dari citra X-ray yang akan digunakan dalam proses klasifikasi. Model 

kemudian menggunakan Dropout layer yang berfungsi untuk mengurangi overfitting 

dengan secara acak menonaktifkan beberapa neuron selama proses pelatihan. Dropout 

membantu jaringan saraf agar tidak terlalu bergantung pada neuron tertentu, sehingga 

model menjadi lebih generalis pada data yang belum pernah dilihat sebelumnya. Pada 

tahap akhir, model menggunakan layer Dense lagi untuk melakukan klasifikasi akhir. 

Output dari layer sebelumnya yang terdiri dari 64 neuron diproyeksikan menjadi 2 output 

neuron, yang mengindikasikan bahwa ini adalah tugas klasifikasi biner. Dalam kasus ini, 

dua output tersebut mungkin merepresentasikan dua kelas, yaitu "pneumonia" dan "tidak 

pneumonia". Model ini dioptimalkan untuk memprediksi apakah citra X-ray pasien 

menunjukkan tanda-tanda pneumonia atau tidak. Dengan arsitektur seperti ini, model 

neural network dapat melakukan ekstraksi fitur secara mendalam melalui beberapa 

lapisan pemrosesan non-linear, sebelum akhirnya melakukan klasifikasi untuk 

mendeteksi adanya pneumonia. Bagian selanjutnya dalam pembahasan ini mungkin akan 

berfokus pada hasil eksperimen, evaluasi kinerja model, serta perbandingan dengan 

metode klasifikasi lainnya untuk menunjukkan efektivitas penggunaan arsitektur ini 

dalam deteksi pneumonia berbasis citra X-ray yang diinputkan. 
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4.3    Hasil Pengujian 

Setelah dilakukan proses Pembangunan dan pemrosesan data untuk model belajar 

mengenali pola dari data serta evaluasi model menggunakan SMOTE, maka selanjutnya 

dapat dilakukan proses pengujian model. Dalam penelitian ini, model Reccurent Neural 

Network yang dibangun dilatih menggunakan nilai epoch pelatihan sebanyak 50, nilai 

batch size yaitu 16 dan optimizer menggunakan adam. Proses pelatihan dilakukan dengan 

tujuan untuk mengoptimalkan kemampuan model dalam mengenali pola-pola kompleks 

pada data citra X-ray. Penggunaan nilai epoch sebanyak 50 bertujuan untuk memberikan 

waktu yang cukup bagi model untuk belajar dan mengadaptasi parameter-parameter yang 

dimilikinya secara bertahap, sehingga dapat meminimalkan kesalahan prediksi pada 

setiap iterasi. Jumlah batch size yang ditetapkan sebesar 16 memungkinkan model untuk 

memperbarui bobotnya setelah melihat setiap batch data, yang pada akhirnya membantu 

dalam stabilisasi proses pembelajaran, serta mencegah overfitting dengan pembaruan 

yang lebih terkontrol. Optimizer adam dipilih karena memiliki kemampuan adaptif dalam 

mengatur laju pembelajaran, yang sangat efektif dalam mempercepat konvergensi model 

dengan tetap menjaga kestabilan, terutama dalam menangani data dengan distribusi yang 

tidak merata seperti dalam kasus ini. Kombinasi parameter-parameter tersebut dirancang 

untuk memastikan bahwa model dapat belajar dengan efektif dari data yang disediakan, 

sehingga menghasilkan prediksi yang akurat dan handal dalam klasifikasi penyakit 

pneumonia. Setelah dilakukan proses pelatihan model, mendapatkan grafik akurasi 

pelatihan dan validasi yang diberikan pada gambar 4.4. 
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Gambar 4. 4. Hasil proses pelatihan dan validasi 

 

Gambar 4.4 memperlihatkan grafik yang menggambarkan perkembangan akurasi 

selama proses pelatihan dan validasi model Recurrent Neural Network (RNN) yang telah 

dibangun. Grafik ini menampilkan dua kurva utama, yaitu kurva akurasi pelatihan dan 

kurva akurasi validasi, yang masing-masing menunjukkan bagaimana model belajar dari 

data pelatihan serta bagaimana kinerjanya dievaluasi pada data yang tidak dilihat 

sebelumnya (data validasi). Pada proses pelatihan, model RNN berhasil mencapai akurasi 

pelatihan sebesar 79.31%. Angka ini mencerminkan seberapa baik model dapat 

mengenali pola dan fitur yang terdapat dalam dataset pelatihan. Dengan akurasi pelatihan 

yang relatif tinggi, hal ini menunjukkan bahwa model telah mampu memahami dan 

menyesuaikan diri dengan data pelatihan yang disediakan. 

Di sisi lain, akurasi validasi yang dicapai sebesar 79.94% memberikan indikasi 

tentang kinerja model ketika dihadapkan pada data baru yang tidak pernah dilihat selama 

proses pelatihan. Akurasi validasi yang mendekati akurasi pelatihan menunjukkan bahwa 

model memiliki generalisasi yang baik, yaitu kemampuan untuk menerapkan apa yang 
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telah dipelajari dari data pelatihan ke data baru dengan tingkat akurasi yang konsisten. 

Perbedaan yang kecil antara akurasi pelatihan dan validasi ini juga mengindikasikan 

bahwa model tidak mengalami overfitting yang signifikan, di mana overfitting terjadi 

ketika model terlalu menyesuaikan diri dengan data pelatihan dan tidak dapat bekerja 

dengan baik pada data validasi. Oleh karena itu, dengan akurasi pelatihan dan validasi 

yang hampir setara, kita dapat menyimpulkan bahwa model RNN ini mampu memberikan 

prediksi yang handal dan memiliki kemampuan generalisasi yang kuat, sehingga layak 

digunakan dalam klasifikasi penyakit pneumonia pada kasus penelitian ini. Gambar 10 

dengan jelas mendokumentasikan kinerja model sepanjang proses pelatihan dan validasi, 

sehingga memberikan gambaran visual yang komprehensif tentang bagaimana model 

berkembang dan belajar seiring waktu. Selain grafik akurasi, pada proses pelatihan dan 

validasi juga dihasilkan grafik loss yang dialami model. Untuk grafik loss yang dihasilkan 

model diberikan pada gambar 4.5. 
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Gambar 4. 5. Hasil loss pelatihan dan validasi 

 

Gambar 4.5 menunjukkan grafik loss yang dihasilkan dari proses pelatihan dan 

validasi model Reccurent Neural Network (RNN) yang telah dibangun. Dalam proses 

pelatihan dan validasi, model RNN mendapatkan nilai loss sebesar 0.4638 pada saat 

pelatihan dan nilai loss sebesar 0.4386 pada saat validasi model. Gambar 11 

menampilkan grafik yang menggambarkan perkembangan loss selama proses pelatihan 

dan validasi model Recurrent Neural Network (RNN) yang telah dibangun. Grafik ini 

penting karena loss merupakan metrik yang digunakan untuk mengukur seberapa baik 

model memprediksi output yang benar. Nilai loss yang lebih rendah menunjukkan bahwa 

prediksi model lebih mendekati nilai sebenarnya. Selama proses pelatihan, model RNN 

menghasilkan nilai loss sebesar 0.4638. Nilai ini menggambarkan rata-rata kesalahan 

yang dibuat oleh model saat mencoba memprediksi output berdasarkan data pelatihan. 

Nilai loss yang cukup rendah ini mengindikasikan bahwa model telah berhasil 
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mempelajari pola-pola yang ada dalam data pelatihan dengan cukup baik, sehingga 

kesalahan prediksi dapat diminimalisir. 

Pada saat proses validasi, model RNN memperoleh nilai loss sebesar 0.4386, yang 

sedikit lebih rendah dibandingkan dengan nilai loss pada pelatihan. Nilai loss validasi ini 

memberikan gambaran tentang seberapa baik model dapat menerapkan apa yang telah 

dipelajarinya dari data pelatihan ke data baru yang tidak pernah dilihat sebelumnya. 

Penurunan nilai loss pada validasi dibandingkan dengan pelatihan menunjukkan bahwa 

model tidak hanya cocok dengan data pelatihan, tetapi juga memiliki kemampuan 

generalisasi yang baik ketika dihadapkan pada data yang berbeda. Perbedaan kecil antara 

nilai loss pelatihan dan validasi mengindikasikan bahwa model tidak mengalami 

overfitting secara signifikan, yaitu kondisi di mana model terlalu menyesuaikan diri 

dengan data pelatihan sehingga tidak mampu memprediksi data baru dengan baik. 

Sebaliknya, konsistensi antara kedua nilai loss ini menunjukkan bahwa model memiliki 

performa yang stabil dan dapat diandalkan. Grafik loss yang ditunjukkan pada Gambar 11 

memberikan visualisasi yang jelas tentang bagaimana kesalahan model menurun seiring 

dengan proses pelatihan dan validasi. Ini juga membantu dalam memahami bagaimana 

model belajar dan seberapa efektif model dalam mengurangi kesalahan prediksi selama 

iterasi yang berlangsung. Hasil yang ditunjukkan oleh grafik ini memperkuat keyakinan 

bahwa model RNN yang dibangun mampu melakukan klasifikasi pneumonia dengan 

tingkat kesalahan yang rendah, baik dalam konteks pelatihan maupun validasi.  

Setelah proses pelatihan model selesai, hasil yang diperoleh menunjukkan bahwa 

model memiliki kemampuan yang baik dalam mengklasifikasikan penyakit pneumonia 

berdasarkan data yang diberikan. Namun, untuk memastikan bahwa model ini benar-

benar dapat diandalkan dan mampu memberikan prediksi yang akurat pada data yang 

belum pernah dilihat sebelumnya, perlu dilakukan pengujian model lebih lanjut. Proses 

pengujian model ini dilakukan dengan menggunakan dataset yang berbeda dari yang 

digunakan selama pelatihan, bertujuan untuk mengevaluasi kinerja model dalam kondisi 
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yang lebih realistis dan menguji kemampuannya dalam generalisasi. Salah satu cara 

utama untuk menilai performa model pada tahap pengujian adalah dengan menggunakan 

confusion matrix. Untuk hasil confusion matrix setelah dilakukan proses pengujian model 

diberikan pada gambar 4.6. 

 

 

Gambar 4. 6. Hasil confusion matrix pengujian 

 

Gambar 4.6 menunjukkan confusion matrix yang didapatkan setelah dilakukan 

proses pengujian model Recurrent Neural Network (RNN) yang telah dilatih sebelumnya. 

Dapat dilihat pada Gambar 4.6, model ini memiliki kinerja yang beragam dalam 

mengklasifikasikan dua kategori utama, yaitu "Normal" dan "Pneumonia." Confusion 

matrix ini terdiri dari empat bagian yang mencerminkan hasil prediksi model: True 

Positives (TP), True Negatives (TN), False Positives (FP), dan False Negatives (FN). 

Pada bagian "Normal," model berhasil mengidentifikasi 168 kasus dengan benar (True 

Negatives), namun terdapat 66 kasus di mana model salah mengklasifikasikan pasien 

normal sebagai pneumonia (False Positives). Ini menunjukkan bahwa meskipun model 
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cukup andal dalam mengidentifikasi kondisi normal, masih ada jumlah kesalahan yang 

signifikan di mana pasien yang sehat terdeteksi secara keliru sebagai penderita 

pneumonia. 

Untuk kategori "Pneumonia," model mampu mengidentifikasi 281 kasus dengan 

benar (True Positives), namun terdapat 109 kasus di mana model gagal mendeteksi 

pneumonia dan mengklasifikasikan pasien tersebut sebagai normal (False Negatives).  

Berdasarkan hasil yang didapatkan, terlihat bahwa model Recurrent Neural Network 

(RNN) memiliki kinerja yang lebih baik dalam mendeteksi kasus pneumonia 

dibandingkan dengan mengidentifikasi kondisi normal. Hal ini dapat dilihat dari jumlah 

True Positives yang lebih tinggi dibandingkan dengan True Negatives, serta jumlah False 

Positives yang lebih rendah dibandingkan dengan False Negatives. Dengan kata lain, 

model ini lebih cenderung untuk mendeteksi pasien yang sebenarnya menderita 

pneumonia, meskipun masih ada beberapa kasus di mana model gagal mengenali pasien 

yang tidak menderita penyakit ini. Meskipun model memiliki performa yang lebih baik 

dalam mendeteksi pneumonia dibandingkan dengan kondisi normal, angka False 

Negatives ini cukup tinggi, yang berarti ada risiko bahwa sejumlah pasien dengan 

pneumonia mungkin tidak terdeteksi dan dianggap sehat. Secara keseluruhan, model 

RNN menunjukkan kemampuan yang kuat dalam mendeteksi pneumonia dengan tingkat 

keberhasilan yang tinggi, namun kelemahan dalam hal mendeteksi kondisi normal dan 

kecenderungan untuk membuat kesalahan dalam mengidentifikasi kasus negatif palsu dan 

positif palsu menunjukkan perlunya perbaikan lebih lanjut. Setelah dilakukan analisis 

berdasarkan nilai confusion matrix, maka dapat dilakukan analisis lanjut dengan 

menggunakan nilai metrik pengujian berupa presisi, recall dan f1-score yang dihasilkan 

dari pengolahan nilai pada confusion matriks. Untuk hasil metrik presisi, recall dan f1-

score yang didapatkan setelah melakukan pengujian pada model dalam masing masing 

kelas diberikan pada tabel 4.3. 
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Tabel 4. 3. Hasil Pengujian Model 

Kelas Precision Recall F1-Score 

NORMAL 0.61 0.72 0.66    

PNEUMONIA 0.81 0.72  0.76 

 

Tabel 4.3 menunjukkan nilai presisi, recall, f1-score, dan support yang dihasilkan 

ketika melakukan proses pengujian menggunakan model Recurrent Neural Network 

(RNN) yang telah dilatih. Dapat dilihat pada Tabel 4.3, model menunjukkan variasi 

performa yang signifikan antara kedua kelas yang diuji, yaitu "Normal" dan 

"Pneumonia." Dapat dilihat pada tabel 4.3, Pada kelas "Normal," nilai presisi sebesar 

0.61 menunjukkan bahwa dari semua prediksi yang menyatakan seorang pasien normal, 

hanya 61% yang benar-benar normal. Ini mengindikasikan bahwa model cenderung 

menghasilkan beberapa False Positives untuk kelas "Normal," di mana pasien yang 

sebenarnya menderita pneumonia justru terdeteksi sebagai normal. Hal ini bisa 

berkontribusi pada tingginya angka False Negatives pada kategori "Pneumonia." 

Sebaliknya, untuk kelas "Pneumonia," model menunjukkan presisi yang lebih tinggi, 

yakni 0.81. Ini berarti model lebih dapat diandalkan dalam mengidentifikasi pasien yang 

menderita pneumonia dengan sedikit kesalahan dalam mendeteksi pasien yang sehat 

sebagai sakit. Selanutnya, dapat dilihat pada tabel 1, Nilai recall pada kedua kelas, baik 

"Normal" maupun "Pneumonia," adalah 0.72. Ini menunjukkan bahwa model memiliki 

tingkat kemampuan yang sama dalam mendeteksi kedua kelas secara benar. Meskipun 

demikian, nilai recall yang sama antara kedua kelas ini tidak menjamin keseimbangan 

keseluruhan dalam kinerja model, mengingat presisi yang berbeda di antara kedua kelas. 

Untuk kelas "Pneumonia," nilai recall ini menunjukkan bahwa model berhasil 

mendeteksi 72% dari seluruh kasus pneumonia yang ada, namun masih ada 28% kasus 

yang tidak terdeteksi, yang dapat menjadi perhatian serius dalam konteks medis.  
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Selanjutnya pada tabel 4.3, dapat dilihat bahwa Pada kelas "Normal," F1-Score 

adalah 0.66, yang mengindikasikan bahwa performa model dalam mendeteksi kelas ini 

masih cukup moderat, dan ada ruang untuk perbaikan lebih lanjut. Untuk kelas 

"Pneumonia," nilai F1-Score adalah 0.76, menunjukkan performa yang lebih baik dalam 

mendeteksi pneumonia dibandingkan kelas "Normal." Meskipun F1-Score yang lebih 

tinggi pada kelas "Pneumonia" menunjukkan bahwa model lebih akurat dalam 

mendeteksi pasien yang sakit, namun masih ada potensi perbaikan untuk meningkatkan 

keseimbangan antara presisi dan recall, khususnya untuk kelas "Normal." Secara 

keseluruhan, analisis dari Tabel 1 mengindikasikan bahwa model RNN memiliki kinerja 

yang cukup baik dalam mendeteksi pneumonia, dengan presisi dan F1-Score yang lebih 

tinggi dibandingkan dengan deteksi kondisi normal. Namun, kelemahan dalam 

mendeteksi kasus normal dan kesenjangan dalam presisi antara dua kelas menunjukkan 

bahwa ada ruang untuk perbaikan. Setelah dilakukan proses analisis dengan melihat nilai 

presisi, recall dan f1-score pada model RNN yang telah dilatih, maka untuk lebih dalam 

melihat performa model dalam melakukan proses klasifikasi, dapat dilihat pula kinerja 

umum model dalam melakukan proses klasifikasi dengan melihat nilai marco avg, micro 

avg dan akurasi model. Untuk hasil pengujian lanjutan diberikan pada tabel 4.4. 

 

Tabel 4. 4. Hasil pengujian lanjutan 

 Presisi Recall F1-Score Accuracy 

Macro Avg 0.71 0.72  0.71 
72% 

Micro Avg 0.73 0.72 0.72 

 

 

Tabel 4.4 menunjukkan nilai perhitungan general untuk mengukur kinerja model 

pada proses klasifikasi penyakit pneumonia. Dapat dilihat pada Tabel 4.4, metrik yang 

digunakan untuk mengevaluasi performa model mencakup Macro Average, Micro 

Average, serta Akurasi secara keseluruhan. Macro Average merupakan rata-rata dari nilai 
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presisi, recall, dan F1-Score yang dihitung tanpa mempertimbangkan jumlah sampel di 

setiap kelas. Dalam hal ini, nilai presisi, recall, dan F1-Score masing-masing adalah 0.71, 

0.72, dan 0.71. Macro Average memberikan pandangan tentang performa model pada 

setiap kelas dengan bobot yang sama, tanpa memperhatikan apakah kelas tersebut 

memiliki jumlah sampel yang besar atau kecil. Nilai Macro Average ini menunjukkan 

bahwa secara umum, model memiliki performa yang cukup stabil antara kelas "Normal" 

dan "Pneumonia." Namun, nilai yang sedikit lebih rendah dari perfect score (1.0) 

menunjukkan adanya beberapa kesalahan dalam klasifikasi, baik dalam mendeteksi 

pasien yang sehat sebagai pneumonia maupun sebaliknya. Ini bisa menjadi indikator 

bahwa model masih perlu perbaikan, terutama dalam menangani ketidakseimbangan 

antara kedua kelas tersebut. Micro Average dihitung dengan menjumlahkan seluruh true 

positives, false negatives, dan false positives, lalu menggunakan nilai-nilai ini untuk 

menghitung presisi, recall, dan F1-Score. Nilai presisi, recall, dan F1-Score untuk Micro 

Average masing-masing adalah 0.73, 0.72, dan 0.72. Micro Average memberikan 

pandangan yang lebih akurat terhadap performa keseluruhan model dengan 

memperhitungkan kontribusi dari semua kelas sesuai dengan ukuran dataset masing-

masing kelas. Dalam kasus ini, nilai Micro Average yang sedikit lebih tinggi 

dibandingkan Macro Average menunjukkan bahwa model mungkin memiliki kinerja 

yang lebih baik pada kelas yang lebih dominan, dalam hal ini "Pneumonia." Ini wajar, 

mengingat distribusi dataset yang tidak seimbang di mana kasus pneumonia lebih banyak 

dibandingkan dengan kasus normal. Namun, nilai ini juga menunjukkan bahwa ada 

beberapa false negatives yang dihasilkan, terutama pada kelas dengan jumlah sampel 

yang lebih sedikit. 

Dapat dilihat pada tabel 4.4, nilai Akurasi pengujian model yaitu 72%, yang 

mengindikasikan bahwa model mampu membuat prediksi yang benar untuk 72% dari 

total sampel. Akurasi ini memberikan gambaran umum tentang seberapa sering model 

melakukan prediksi yang benar, tetapi tidak mempertimbangkan perbedaan dalam 
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keseriusan kesalahan antara kelas yang berbeda. Dengan akurasi sebesar 72%, model 

dapat dikatakan cukup baik dalam mengklasifikasikan pneumonia, tetapi ada potensi 

kesalahan yang cukup signifikan, terutama dalam mengidentifikasi pasien yang sehat 

sebagai sakit atau sebaliknya. Akurasi ini perlu dilihat dalam konteks presisi dan recall 

dari masing-masing kelas, terutama dalam aplikasi medis di mana kesalahan kecil 

sekalipun bisa memiliki konsekuensi serius. Berdasarkan analisis dari Tabel 2, terlihat 

bahwa model Recurrent Neural Network (RNN) yang dibangun memiliki kinerja yang 

cukup memadai dalam mendeteksi pneumonia, namun masih ada ruang untuk 

peningkatan. Nilai Macro dan Micro Average yang mendekati satu sama lain 

mengindikasikan bahwa model memiliki konsistensi dalam performa prediksi pneumonia. 

 

4.4    Implementasi Sistem 

Setelah dilakukan proses pelatihan dan pengujian model, langkah berikutnya dalam 

penelitian ini adalah implementasi sistem yang bertujuan untuk mengkomersialkan model 

yang telah dibangun serta mempercepat proses diagnosis penyakit pneumonia. Dalam 

implementasi ini, model Recurrent Neural Network (RNN) yang telah dilatih sebelumnya 

akan digunakan untuk mengembangkan sebuah aplikasi berbasis website yang sederhana. 

Aplikasi ini memungkinkan pengguna untuk mengunggah citra X-ray ke dalam sistem, 

yang kemudian secara otomatis akan menjalankan proses klasifikasi untuk menentukan 

apakah gambar tersebut menunjukkan kondisi normal atau pneumonia. 

 Pengembangan website ini dilakukan menggunakan Streamlit, sebuah library 

Python yang dirancang untuk mempermudah pembuatan antarmuka pengguna interaktif 

tanpa memerlukan keahlian mendalam dalam pengembangan website. Pemilihan 

Streamlit dalam penelitian ini didasari oleh kemampuannya untuk mengintegrasikan 

model machine learning yang telah dilatih ke dalam antarmuka pengguna yang ramah 

dan intuitif. Dengan Streamlit, pengguna akhir dapat dengan mudah berinteraksi dengan 
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model, mengunggah citra X-ray, dan langsung melihat hasil klasifikasi yang ditampilkan 

dengan visualisasi yang jelas dan mudah dipahami. Tidak hanya itu, Streamlit juga 

memungkinkan visualisasi hasil prediksi yang interaktif dan dinamis, sehingga 

meningkatkan pengalaman pengguna dalam proses identifikasi penyakit. Aplikasi ini 

tidak hanya dirancang untuk mencapai akurasi tinggi dalam klasifikasi, tetapi juga untuk 

memastikan bahwa pengguna, termasuk tenaga medis yang mungkin tidak memiliki latar 

belakang teknis, dapat menggunakan aplikasi ini dengan mudah dan efektif. Dengan 

demikian, aplikasi website yang dikembangkan dalam penelitian ini tidak hanya efektif 

dalam membantu proses diagnosis pneumonia dengan cepat dan akurat, tetapi juga 

dirancang dengan mempertimbangkan kemudahan penggunaan dan interaktivitas, 

sehingga dapat diadopsi dengan mudah oleh berbagai pengguna di lingkungan medis. 

Tampilan antarmuka yang sederhana dan user-friendly akan mempermudah implementasi 

di rumah sakit atau klinik, di mana hasil diagnosa yang cepat dan akurat sangat penting. 

Visualisasi tampilan halaman website sederhana yang dibangun diberikan pada Gambar 

4.7. 

 

 

Gambar 4. 7. Tampilan wesbite 1 
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Gambar 4.7 menunjukkan tampilan sekilas dari website yang telah dibangun untuk 

aplikasi klasifikasi penyakit pneumonia. Pada tampilan utama website, terdapat 

penjelasan menyeluruh mengenai tujuan dari website ini, yaitu untuk melakukan prediksi 

penyakit pneumonia menggunakan model deep learning. Hal ini ditunjukkan dengan 

penjelasan yang jelas dan informatif tentang bagaimana website ini dapat membantu 

pengguna dalam mendiagnosis pneumonia secara otomatis. Selain itu, pada tampilan 

website, juga disediakan informasi mengenai dataset yang digunakan dalam 

pembangunan model. Informasi ini mencakup deskripsi rinci mengenai sumber data, 

format data, serta proses pembersihan dan pra-pemrosesan yang dilakukan pada dataset. 

Dengan adanya penjelasan ini, pengguna dapat memahami secara mendalam bagaimana 

dataset yang digunakan mempengaruhi akurasi dan efektivitas model. Bagian website ini 

dirancang untuk memberikan transparansi dan keterbukaan mengenai data yang 

digunakan dalam model, sehingga pengguna tidak hanya mendapatkan hasil prediksi 

tetapi juga memiliki wawasan tentang dasar ilmiah dan teknis di balik sistem. Ini 

bertujuan untuk meningkatkan kepercayaan pengguna terhadap sistem serta memberikan 

mereka informasi yang diperlukan untuk memahami proses yang terjadi di balik layar. 

Untuk tampilan website lebih lanjut diberikan pada gambar 4.8. 

 

 

Gambar 4. 8.  Tampilan wabsite 2 
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Gambar 4.8 menunjukkan tampilan lebih lanjut dari website yang dikembangkan 

dalam penelitian ini. Pada tampilan ini, pengguna dapat melihat representasi visual dari 

arsitektur model yang digunakan dalam sistem, khususnya layer-layer dari Recurrent 

Neural Network (RNN) yang dibangun untuk klasifikasi pneumonia. Di bagian ini, 

website menampilkan diagram atau grafik yang menjelaskan struktur RNN secara 

mendetail. Diagram tersebut mencakup berbagai layer yang membentuk model, termasuk 

layer input, hidden layers, dan layer output, beserta parameter-parameter kunci dari 

setiap layer. Penjelasan ini memberikan wawasan kepada pengguna mengenai bagaimana 

data diproses melalui model, serta bagaimana setiap layer berkontribusi pada proses 

klasifikasi. Selain itu, tampilan ini juga mencakup deskripsi fungsi dari setiap layer dalam 

konteks model RNN. Misalnya, pengguna dapat melihat informasi tentang jenis layer 

yang digunakan (seperti LSTM atau GRU), ukuran hidden state, dan mekanisme 

regularisasi yang diterapkan untuk menghindari overfitting. Dengan cara ini, pengguna 

tidak hanya melihat hasil akhir dari model, tetapi juga mendapatkan pemahaman yang 

lebih mendalam tentang bagaimana model tersebut dibangun dan berfungsi. Informasi ini 

dirancang untuk memberikan transparansi tentang struktur dan kompleksitas model, 

membantu pengguna untuk lebih memahami bagaimana model mencapai keputusan 

klasifikasi. Ini juga berfungsi untuk mendemonstrasikan pendekatan ilmiah dan teknis 

yang digunakan dalam penelitian, sehingga meningkatkan kepercayaan dan pemahaman 

pengguna terhadap sistem yang telah disediakan sebelumnya. Untuk tampilan lanjutan 

website diberikan pada gambar 4.9 berikut. 
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Gambar 4. 9. Tampilan website 3 

 

Gambar 4.9 menunjukkan tampilan lanjutan dari website yang dikembangkan 

dalam penelitian ini. Pada tampilan ini, fitur utama yang ditampilkan adalah proses 

prediksi yang dilakukan oleh sistem. Pengguna dapat melihat area khusus di website yang 

dirancang untuk menerima input data dari citra X-ray. Pada lokasi yang telah disediakan, 

pengguna dapat mengunggah citra X-ray yang ingin dianalisis. Setelah citra diunggah, 

model yang diimplementasikan pada website akan segera memproses citra tersebut untuk 

melakukan prediksi. Tampilan ini menampilkan antarmuka yang memudahkan pengguna 

untuk mengupload citra X-ray dengan beberapa fitur interaktif, seperti tombol unggah 

(upload button) dan preview citra sebelum pengolahan. Setelah citra diunggah, sistem 

secara otomatis memulai proses prediksi menggunakan model yang telah dilatih. Hasil 

prediksi kemudian ditampilkan langsung pada website, memberikan informasi tentang 

kemungkinan adanya pneumonia dan tingkat kepercayaannya. Informasi ini disajikan 

dengan cara yang jelas dan mudah dipahami, termasuk label hasil prediksi. Untuk contoh 

Ketika dilakukan proses input pada website diberikan pada gambar 4.10. 
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Gambar 4. 10. Tampilan website 4 

 

Gambar 4.10 menunjukkan hasil dari proses input yang telah dilakukan pada 

website. Dalam gambar ini, dapat dilihat bagaimana sistem memberikan diagnosis 

berdasarkan citra X-ray yang diinputkan oleh pengguna. Tampilan ini menunjukkan 

antarmuka di mana pengguna dapat mengunggah citra X-ray dan langsung menerima 

hasil diagnosis. Ketika citra X-ray yang normal diinputkan, model dengan jelas 

menunjukkan prediksi yang akurat sesuai dengan kondisi kesehatan yang terdeteksi 

dalam citra tersebut. Pada Gambar 14, hasil menunjukkan bahwa model berhasil 

mengidentifikasi citra X-ray normal dengan tepat, memberikan prediksi yang sesuai dan 

akurat. Informasi ini disertai dengan label hasil prediksi, sehingga pengguna dapat 

memahami hasil diagnosis yang diberikan. Selanjutnya, untuk membandingkan dan 

menunjukkan bagaimana model menangani kasus input yang salah atau citra yang tidak 

sesuai, referensi tampilan model untuk hasil prediksi yang salah dapat dilihat pada 

Gambar 4.11. 
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Gambar 4. 11. Tampilan website 5 

 

Gambar 4.11 menunjukkan tampilan model saat melakukan prediksi pada website. 

Dalam gambar ini, dapat dilihat situasi di mana model menghasilkan hasil prediksi yang 

salah. Tampilan ini menunjukkan bagaimana model memberikan diagnosis ketika citra X-

ray yang diinputkan menghasilkan hasil prediksi yang tidak akurat. Gambar 15 

menyajikan contoh di mana diagnosis yang diberikan oleh model tidak sesuai dengan 

kondisi sebenarnya dari citra X-ray yang diunggah. 
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BAB V  

PENUTUP 

 

5.1    Kesimpulan 

Dalam penelitian ini, telah dilakukan proses pembangunan model Recurrent Neural 

Network (RNN) untuk menganalisis dataset yang telah diproses menggunakan metode 

Synthetic Minority Over-Sampling Technique (SMOTE). Hal ini dilakukan karena dataset 

yang digunakan dalam penelitian ini memiliki distribusi data yang tidak merata, terutama 

dalam konteks prediksi penyakit pneumonia. SMOTE diterapkan untuk mengatasi 

ketidakseimbangan kelas yang ada, dengan cara menambahkan sampel sintetis untuk 

kelas minoritas agar distribusi data menjadi lebih seimbang. Kesimpulan yang didapatkan 

dari penelitian ini dijabarkan sebagai berikut: 

1. Penggunaan SMOTE terbukti efektif dalam memperbaiki ketidakseimbangan 

kelas dalam dataset, terbukti sebelum menggunakan SMOTE, data yang awalnya 

terdiri dari 4.265 citra kategori pneumonia dan 1.575 citra kategori normal, 

menjadi sebanyak 4.265 data dalam kategori pneumonia dan 4.265 data dalam 

kategori normal. Dengan menambah jumlah sampel untuk kelas minoritas, model 

RNN dapat dilatih dengan data yang lebih seimbang, sehingga meningkatkan 

kemampuan model dalam mengidentifikasi kasus penyakit pneumonia dengan 

lebih akurat. 

2. Model RNN yang dibangun menunjukkan kemampuan yang baik dalam 

memproses data citra X-ray dan memberikan prediksi yang sesuai, yang Dimana 

hal tersebut dapat dilihat setelah proses pengujian model mendapatkan akurasi 

sebesar 72%. Akan tetapi, meskipun akurasi yang dihasilkan optimal, algoritma 

RNN masih kemungkinan terjadinya kesalahan dalam beberapa prediksi, 

penggunaan RNN memungkinkan deteksi yang lebih baik terhadap pola temporal 

dan konteks dalam data citra yang dianalisis. 
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3. Implementasi website menggunakan metode streamlit dapat bekerja dengan baik 

dan optimal dalam menyediakan tampilan serta kemudahan penggunaan kepada 

pengguna dalam melakukan proses diagnosis penyakit pneumonia, sehingga 

memungkinkan pengguna dapat melakukan diagnosis dengan cepat dan bisa 

memberikan rekomendasi sesuai citra X-Ray yang di inputkan. 

 

5.2    Saran 

Berdasarkan hasil dan kesimpulan yang telah diberikan, terdapat beberapa area 

pengembangan yang dapat ditingkatkan untuk penelitian selanjutnya dengan tujuan 

meningkatkan akurasi pengujian. Berikut adalah saran penelitian yang dapat 

dipertimbangkan: 

1. Menguji dan membandingkan model deep learning lainnya, seperti Convolutional 

Neural Networks (CNN) atau kombinasi CNN dengan RNN, untuk melihat 

apakah mereka dapat memberikan hasil yang lebih baik dalam prediksi penyakit 

pneumonia. Model-model ini dapat menangkap fitur visual dari citra X-ray secara 

lebih mendalam. 

2. Menerapkan teknik data augmentation untuk meningkatkan variasi dalam dataset 

yang ada. Teknik ini dapat meliputi rotasi, pemotongan, dan perubahan kontras 

citra X-ray, yang dapat membantu model dalam menghadapi berbagai kondisi 

citra dan meningkatkan generalisasi. 

3. Melakukan fine-tuning pada model RNN dengan eksperimen yang lebih 

mendalam pada hyperparameter, seperti jumlah layer, ukuran hidden state, dan 

learning rate, untuk menemukan konfigurasi yang optimal. 
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