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ABSTRAK 

 

ANALISIS PREDIKSI PENYEBARAN PENYAKIT DEMAM BERDARAH 

DENGAN PENDEKATAN ENSEMBLE LEARNING DENGAN  

 XGBOOST DAN RANDOM FOREST 

 

Demam berdarah Dengue (DBD) adalah penyakit menular yang signifikan di 

negara tropis, dengan dampak kesehatan masyarakat yang besar. Penelitian ini 

bertujuan mengembangkan model prediktif untuk memperkirakan jumlah kasus 

DBD di dua kota, San Juan dan Iquitos, menggunakan algoritma Random Forest 

dan  XGBoost. Dataset yang digunakan adalah DengAI: Predicting Disease Spread, 

yang mencakup berbagai fitur lingkungan dan cuaca seperti suhu, curah hujan, 

kelembaban, dan indeks vegetasi, serta jumlah kasus DBD yang dilaporkan. Proses 

penelitian dimulai dengan pra-pemrosesan data untuk memastikan kualitas dan 

kesesuaian data. Setelah itu, model prediktif dibangun menggunakan Random 

Forest dan  XGBoost. Evaluasi kinerja model dilakukan menggunakan Mean 

Absolute Error (MAE). Hasil penelitian menunjukkan bahwa model  XGBoost 

memiliki kinerja yang lebih baik dalam memprediksi jumlah kasus DBD 

dibandingkan model Random Forest, dengan MAE yang lebih rendah untuk kedua 

kota. Model prediktif yang dihasilkan dapat membantu otoritas kesehatan dalam 

perencanaan dan pelaksanaan tindakan pencegahan yang lebih efektif. Penelitian 

ini menegaskan potensi penggunaan teknik pembelajaran mesin dalam 

epidemiologi penyakit menular dan memberikan wawasan penting tentang faktor-

faktor lingkungan yang mempengaruhi penyebaran DBD. 

 

Kata kunci: Demam Berdarah Dengue, Prediksi Kasus, Random Forest,  XGBoost, 

Pembelajaran Mesin, Epidemiologi. 
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ABSTRACT 

ANALYSIS OF DENGUE FEVER SPREAD PREDICTION USING 

ENSEMBLE LEARNING APPROACHES WITH  XGBOOST AND RANDOM 

FOREST 

 

Dengue fever is a significant infectious disease in tropical countries, with 

considerable public health impact. This study aims to develop a predictive model 

to estimate the number of Dengue cases in two cities, San Juan and Iquitos, using 

Random Forest and  XGBoost algorithms. The dataset used is DengAI: Predicting 

Disease Spread, which includes various environmental and weather features such 

as temperature, rainfall, humidity, and vegetation indices, as well as reported 

Dengue case numbers.The research process began with data pre-Processing to 

ensure data quality and suitability. Subsequently, predictive models were built 

using Random Forest and  XGBoost. Model performance was evaluated using 

Mean Absolute Error (MAE). The results indicated that the  XGBoost model 

outperformed the Random Forest model in predicting the number of Dengue cases, 

with a lower MAE for both cities. The predictive models developed can assist health 

authorities in planning and implementing more effective preventive measures. This 

study underscores the potential of Machine Learning techniques in the 

epidemiology of infectious diseases and provides valuable insights into the 

environmental factors influencing the spread of Dengue. 

 

Keywords: Dengue Fever, Case Prediction, Random Forest,  XGBoost, Machine 

Learning, Epidemiology. 
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BAB I 

PENDAHULUAN 

1.1 Latar Belakang 

Demam berdarah Dengue (DBD) merupakan gejala virus yang disebarkan 

pada individu proses gigitan nyamuk spesies Aedes yang terinfeksi termasuk Aedes 

aegyptidan Aedes albopictus (Sabir dkk, 2021). Lebih dari 100 juta orang terkena 

demam berdarah setiap tahunnya, virus Dengue merupakan virus yang penyebaran 

dan penularannya paling cepat secara global dan ditularkan melalui gigitan nyamuk 

(Schaefer, 2023). Prevalensi demam berdarah meningkat pesat dari waktu ke waktu, 

mengakibatkan antara 100 dan 400 juta kasus setiap tahunnya (Sabir dkk, 2021). 

Spesies Aedes semampai didapatkan pada wilayah tropis dan subtropis sehingga 

sekitar 4 miliar orang tinggal di daerah yang berisiko terkena demam berdarah.  

Penyebaran penyakit demam berdarah dipengaruhi oleh sejumlah faktor, 

termasuk kondisi lingkungan, iklim, kepadatan populasi, sanitasi, dan upaya 

pencegahan dan pengendalian yang dilakukan. Oleh karena itu, pemahaman yang 

mendalam tentang pola dan yang berdampak pada perluasan demam berdarah pada 

Kota Medan menjadi krusial dalam upaya pencegahan dan pengendaliannya. Pada 

tahun 205, Kamran Shaukat dkk. Melakukan studi tentang Prediksi DBD di 

Pakistan menggunakan lima algoritma untuk mencari akurasi terbaik dari dua 

algoritma, Naive Bayes dan J48, memiliki akurasi berurut 92% dan 88%, masing-

masing. Dalam penelitian Jackins et al., metode Random Forest digunakan untuk 

memprediksi penyakit gula, penyakit jantung koroner, dan kanker payudara. 
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Semua dataset yang digunakan adalah NIDDK untuk diabetes, Studi Jantung 

Framingham untuk penyakit jantung koroner, dan Wisconsin Breast Cancer untuk 

kanker payudara. Peneliti memanfaatkan alat Anaconda. Hasil penelitian 

menunjukkan bahwa metode Random Forest adalah algoritma klasifikasi yang lebih 

baik daripada metode Bayesian. Dengan nilai akurasi sebesar 74.3% untuk diabetes, 

83.85% untuk penyakit jantung koroner, dan 92.40% untuk kanker payudara, 

metode Random Forest mengalahkan metode Bayesian (Jackins et al., 2021). 

Percobaan ini bertujuan untuk mengembangkan model prediktif menggunakan 

algoritma Machine Learning, yaitu Random Forest dan  XGBoost, untuk 

memprediksi jumlah kasus demam berdarah di masa mendatang. Dengan 

menggunakan data historis yang mencakup berbagai fitur lingkungan dan 

meteorologi, diharapkan model ini dapat memberikan prediksi yang akurat 

sehingga otoritas kesehatan dapat mengambil tindakan preventif yang lebih tepat 

waktu. Penelitian ini menggunakan data historis dari dua kota, San Juan dan 

Iquitos, yang mencakup berbagai fitur seperti temperatur udara, kelembaban relatif, 

curah hujan, dan Normalized Difference Vegetation Index (NDVI). Data tersebut 

diproses dan dibagi menjadi set pelatihan, validasi, dan pengujian untuk 

memastikan keakuratan model. Algoritma Random Forest dan  XGBoost spesifik 

karena daya mereka analitis menangani data pada kompleks dengan beragam juga 

memberikan hasil yang dapat diinterpretasikan dengan baik. 

1.2 Ringkasan Permasalahan  

1. Bagaimana cara menggunakan data historis lingkungan dengan meteorologi 

untuk memprediksi jumlah kasus demam berdarah? 
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2. Algoritma Machine Learning apa yang terbaik dalam memprediksi jumlah 

kasus demam berdarah? 

3. Bagaimana performa model Ensemble Learning XGBoost dan Random 

Forest dalam mengklasifikasikan daerah dengan risiko penyebaran penyakit 

demam ? 

1.3 Batasan Kajian 

  Makna penulisan proposal ini adalah batasan masalah yang ada pada 

rumusan masalah yang disebutkan sebelumnya, yaitu: 

1) Penelitian ini tidak akan membahas aspek biologi dan sosial dari 

demam berdarah, seperti perilaku nyamuk dan intervensi kesehatan 

masyarakat. 

2) Menentukan algoritma Machine Learning ini semuanya efisien ketika 

memprediksi jumlah kasus demam berdarah di wilayah tertentu 

3) Penelitian ini berfokus pada wilayah yang spesifik. Hasilnya mungkin 

tidak dapat digeneralisasi ke wilayah lain dengan karakteristik yang 

berbeda. 

1.4 Visi Kajian 

Observasi ini bermaksud mengembangkan model prediktif akan 

memperkirakan jumlah kasus demam berdarah di San Juan dan Iquitos 

menggunakan algoritma  XGBoost dan Random Forest. Dengan memanfaatkan 

dataset DengAI, penelitian ini berusaha mengidentifikasi faktor lingkungan yang 

mempengaruhi penyebaran penyakit. Tujuan utama adalah meningkatkan akurasi 

prediksi untuk membantu otoritas kesehatan dalam merencanakan tindakan 

pencegahan yang lebih efektif. 
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1.5 Keunggulan Kajian 

Salah satu keuntungan dari penelitian adalah sebagai berikut: 

1.5.1 Keunggulan Akademis 

1) Diharapkan penelitian ini akan memberikan perkembangan ilmu 

komputer, khususnya sistem informasi di Program studi Fakultas 

Ilmu Komputer Dan Teknologi Informasi Universitas 

Muhammadiyah Sumatera Utara. 

2) Sebagai salah satu syarat untuk memperoleh gelar Sarjana (S1), 

penelitian ini dapat meningkatkan pengetahuan dan pengalaman 

dalam penerapan disiplin ilmu yang telah diterima selama 

perkuliahan.di Fakultas Ilmu Komputer dan Teknologi Informasi 

Universitas Muhammadiyah Sumatera Utara.  

3) Penelitian ini bisa menambah pengetahuan terutama tentang 

memprediksi jumlah kasus DBD serta bisa memahami sumber 

literatur tambahan pada pengkaji tersebut. 

1.5.2 Keunggulan Praktis 

1) Model prediktif yang dikembangkan dapat membantu otoritas 

kesehatan meningkatkan akurasi prediksi jumlah kasus demam 

berdarah, sehingga memungkinkan perencanaan yang lebih 

tepat waktu dan efektif dalam mengatasi wabah. 

2) Dengan prediksi yang lebih akurat, otoritas kesehatan dapat 

merencanakan dan mengimplementasikan tindakan 

pencegahan yang lebih efektif, seperti kampanye 

pemberantasan nyamuk dan edukasi masyarakat. 
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3) Anggapan penelitian ini dapat membantu dalam pengambilan 

keputusan bagi pembuat kebijakan kesehatan masyarakat untuk 

mengalokasikan sumber daya dan merancang strategi 

intervensi terbaik.
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BAB II 

LANDASAN TEORI 

2.1 Perkiraan 

Perkiraan atau peramalan penjualan, juga dikenal sebagai prediksi, adalah 

proses mengevaluasi kondisi masa lalu untuk memprediksi kondisi masa depan.  

(Alfani W.P.R. et al., 2021). Prediksi menunjukkan apa yang akan terjadi pada 

situasi tertentu dan merupakan komponen dalam proses perencanaan dan 

pengambilan keputusan; namun, mereka tidak harus memberikan jawaban pasti 

untuk kasus yang hendak ada, kecuali bergerak selama menemukan jawaban 

sedekat mungkin. 

Prediksi bisa ilmiah atau subjektif. Ambil contoh, prediksi cuaca selalu 

didasarkan pada data dan informasi terbaru, termasuk pengamatan satelit. Pada 

awalnya, walaupun pengkajian mendalam tentang alternatif masa depan adalah 

suatu disiplin baru, orang mungkin sangat tertarik pada apa yang akan terjadi 

kemudian karena individu tiba mengetahui sesuatu perkiraan mampu berdasarkan 

metode ilmiah ataupun subjektif belaka. Ambil model, perkiraan cuaca selalu 

didasarkan pada data dan informasi terbaru, termasuk pengamatan satelit. Pada 

awalnya, walaupun pengkajian mendalam tentang alternatif masa depan adalah 

disiplin baru, orang mungkin sangat memperhatikan apa yang akan terjadi 

kemudian karena manusia mulai mengetahui sesuatu. (Kafil, 2019). 
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2.2 Demam Berdarah 

Demam Berdarah Dengue (DBD) adalah salah satu penyakit melandai yang 

ditimbulkan maka dari itu virus Dengue ditularkan lewat gigitan nyamuk Aedes 

aegypti atau Aedes albopictus. Nyamuk Aedes aegypti biasanya berkembang biak 

di bak mandi, ember, ban bekas, dan tempat minum burung, sementara Aedes 

albopictus lebih banyak ditemukan di tempat penampungan air alami di luar rumah, 

seperti lubang pohon dan potongan bambu, terutama di daerah pinggi. (Sukendra, 

D., M., 2021).  

Penyakit dengue fever (DBD) juga disebabkan oleh kondisi kesehatan 

lingkungan yang buruk, seperti perilaku masyarakat yang buruk atau sering 

membuang sampah di tempat yang tidak perlu, di mana sampah menjadi tempat 

nyamuk berkembang biak, dan tiap-tiap nyamuk membawa virus Dengue fever ke 

tempat yang lebih tinggi. Tingkat kelembaban udara juga memengaruhi kejadian 

demam berdarah, seperti yang ditunjukkan oleh penelitian Agus tentang faktor-

faktor yang memengaruhi kejadian demam berdarah, yang menyebabkan populasi 

nyamuk perantara virus Dengue meningkat.(Timah, 2021)  

2.3 Data Science 

Data Science adalah bidang ilmu yang khusus mempelajari data, terutama 

data kuantitatif (angka), baik yang terstruktur maupun tidak terstruktur. Bidang 

ilmu ini mencakup semua proses yang berkaitan dengan data, seperti pengumpulan, 

analisis, pengolahan, manajemen, kearsipan, pengelompokan, penyajian, distribusi, 

dan cara mengubah data menjadi kumpulan informasi yang mudah dipahami. Data 

scientist biasanya disebut statistikawan. Oleh karena itu, tidak mengherankan 

bahwa data scientist lebih sering membuat algoritma program komputer sehingga 
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komputer dapat langsung mengolah data yang masuk. Big data, machine learning, 

dan internet of things adalah beberapa bagian teknologi yang sangat membantu ilmu 

data.(Aditya et al., 2020). 

2.4 Machine Learning 

Machine learning adalah cabang kecerdasan buatan yang membantu sistem 

mengadaptasi kemampuan manusia untuk belajar. pada aplikasi machine learning, 

algoritma atau urutan proses statistik untuk membuat prediksi dalam 

pengembangan data melalui penggunaan statistik. Data digunakan untuk membuat 

keputusan dan prediksi. Semakin baik algoritma, semakin akurat prediksi dan 

keputusan sistem (Mahendra et al., 2022). Ada beberapa manfaat pengajaran mesin, 

antara lain: 

• Classification (Klasifikasi) untuk memprediksi nilai atau kelas seseorang 

dalam sebuah populasi, klasifikasi adalah teknik pembelajaran mesin. 

•Pencocokan kemiripan, juga dikenal sebagai teknik pembelajaran mesin 

yang digunakan untuk menemukan kemiripan antara orang-orang berdasarkan data 

yang ada. 

•Clustering (Pengklasteran)  juga dikenal sebagai metode pengajaran mesin 

yang digunakan untuk mengelompokkan orang dalam grup yang sama bersumber 

kesamaan yang mereka miliki. 

Dalam penelitian ini, kegunaan metode pengajaran mesin adalah pada poin 

pertama, yaitu untuk memprediksi nilai atau kelas seseorang. 

Machine learning adalah bidang ilmu komputer lain yang mencakup 

pengembangan algoritma yang memungkinkan komputer untuk belajar melalui 

data, yang sering disebut sebagai belajar dari data. Dengan kata lain, machine 
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learning adalah pemrograman komputer yang menggunakan data masa lampau 

untuk pembelajaran model, yang memungkinkan komputer untuk mendapatkan 

hasil yang optimal dari kumpulan data yang digali. Inti pembelajaran mesin 

merupakan model yang menggambarkan pola data. Namun, menurut Tom M. 

Mitchell, machine learning merupakan semacam program komputer sehingga 

menggunakan kinerja yang terukur untuk belajar dari pengalaman dari tugas yang 

dibebankan. Secara umum, pembelajaran mesin dibagi menjadi tiga kategori: 

pembelajaran yang diawasi, pembelajaran yang tidak diawasi, dan pembelajaran 

pendukung. (Sidik & Ansawarman, 2022). 

a) Algoritma pembelajaran mesin yang diawasi memiliki proses 

pembelajaran yang diawasi. Klasifikasi dan regression adalah contoh 

pembelajaran diawasi. (Dalam penyelidikan ini, poin pertama 

digunakan) 

b) Pembelajaran tanpa pengawasan adalah algoritma pembelajaran 

mesin yang melakukan pembelajaran tanpa pengawasan. Yang 

termasuk dalam pembelajaran tanpa pengawasan adalah 

pengurangan dimensi dan kelompokan. 

c) Pembelajaran meningkatkan adalah algoritma pembelajaran mesin 

yang memiliki kemampuan untuk membuat agent software mesin 

bekerja secara otomatis untuk menentukan perilaku yang ideal untuk 

mengembangkan kinerja algoritma. Yang termasuk dalam 

pembelajaran meningkatkan  
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2.5 Ensemble Learning 

Menurut (Nguyen et al., 2021) Ensemble Machine Learning didefinisikan 

sebagai metode yang menggabungkan berbagai model dasar pembelajaran mesin, 

baik heterogen maupun homogen, untuk meningkatkan prediksi serta memudahkan 

noise atau kelalaian pusat data yang diamati dan diprediksi. Sebagian besar orang 

membagi metode ensemble ke dalam tiga kategori: bootstrap aggregating 

(bagging), boosting, dan squared. Ketiga kategori ini melakukan penyesuaian 

prediksi bersumber perhitungan segala model, bias, maupun keduanya dengan 

bersamaan. Salah satu selisih utamanya merupakan bahwa bagging dan boosting 

umumnya berfungsi dengan model yang homogen, sedangkan squared lebih baik 

dalam menggabungkan model yang heterogen. 

2.6 Extreme Gradient Boosting ( XGBoost) 

 Extreme Gradient boosting, merupakan implementasi dari kerangka gradient 

boosting yang efisien dan terukur (Chen & He, 2021).  XGBoost adalah salah satu 

implementasi paling populer dan efisien dari algoritma Gradient Boosted Trees, 

sebuah metode supervised learning yang didasarkan pada perkiraan fungsi dengan 

mengoptimalkan fungsi kerugian spesifik dan menerapkan beberapa teknik 

regularisasi.  

 XGBoost adalah metode pembelajaran ensemble. Metode pembelajaran 

ensemble merupakan cara pembelajaran mesin yang menghasilkan model prediksi 

yang optimal dengan mempersatukan selama model dasar. Pembelajaran ensemble 

menawarkan solusi sistematis untuk menggabungkan kekuatan prediktif banyak 

learner. Hasilnya adalah model tunggal yang memberikan output agregat dari 

beberapa model. Boosting mengacu pada algoritma yang mampu mengubah weak 



11 
 

 
 

learner menjadi strong learner dengan prinsip utama menyesuaikan urutan model 

weak learner, yang hanya sedikit lebih baik daripada menebak secara acak seperti 

pohon keputusan sederhana, untuk versi data yang berbobot. Lebih banyak bobot 

diberikan pada contoh yang salah diklasifikasi oleh putaran sebelumnya. 

Prediksinya kemudian digabungkan melalui suara terbobot mayoritas atau weighted 

majority vote (klasifikasi) ataupun jumlah tertimbang atau weighted sum (regresi) 

untuk menghasilkan prediksi akhir.  

Adapun langkah-langkah dalam menerapkan algoritma  XGBoost ini di 

antaranya sebagai berikut:  

a) Langkah pertama yaitu menentukan nilai initial prediction. Nilai initial 

prediction memiliki nilai default 0,5 baik untuk regresi atau klasifikasi. 

Nilai ini bisa mencakup hal-hal seperti probabilitas dari pengamatan 

pada data latih yang diobservasi. Angka tersebut menandakan bahwa 

ada 50% kemungkinan yang sedang diobservasi bernilai positif (true).  

b) Selanjutnya setelah nilai initial prediction ditentukan, akan diperoleh 

nilai residual. Nilai residual merupakan perbedaan yang ada atau gap 

antara sampel yang sedang diobservasi dengan yang diprediksi yang 

dapat dilihat pada Persamaan (1).  

𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙 = 𝑂𝑏𝑠𝑒𝑟𝑣𝑒 𝑃𝑟e𝑑𝑖𝑐𝑡𝑒𝑑…………………………………(1)  

c) Sama halnya dengan  XGBoost regresi, untuk menyesuaikan bentuk  

XGBoost tree ke nilai-nilai residual digunakan rumus Similarity Score 

yang sedikit berbeda untuk regresi. Rumus Similarity Score untuk 

klasifikasi tertera seperti dalam Persamaan (2).  
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 (∑𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙ᵢ)2 

Similarity score =  ……(2)  

∑[𝑃𝑟𝑒𝑣𝑖𝑠𝑖𝑜𝑢𝑠𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦ᵢ𝑥(1−𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡

𝑦ᵢ)]+𝜆 

Keseluruhan residual dimasukkan ke dalam satu leaf yang sama dan dihitung 

nilai Similarity Score dari leaf tersebut.  

d) Untuk mengetahui apakah kinerja mengelompokkan residual yang 

serupa akan lebih baik apabila dilakukan pemisahan menjadi dua grup 

terpisah digunakan perbandingan nilai Gain dari tiap kemungkinan 

pemisahan yang ada. Nilai Gain menentukan seperti apa branch dari 

tree yang sedang dikerjakan. Gain dirumuskan seperti dalam 

Persamaan (3).  

𝐺𝑎𝑖𝑛 = 𝐿𝑒𝑓𝑡𝑠𝑖𝑚𝑖𝑙𝑎𝑟𝑖𝑡𝑦 + 𝑅𝑖𝑔ℎ𝑡𝑠𝑖𝑚𝑖𝑙𝑎𝑟𝑖𝑡𝑦 – 

𝑅𝑜𝑜𝑡𝑠𝑖𝑚𝑖𝑙𝑎𝑟𝑖𝑡𝑦….....(3)  

Dari semua kemungkinan nilai Gain yang didapatkan setelah 

pemisahan tiap sampel yang diobservasi, nilai Gain tertinggi dipilih menjadi 

branch yang memisahkan residual.  

e) Selanjutnya dilakukan pengecekan apakah masih ada residual-residual 

di dalam leaf yang masih dapat dipisahkan dan dibentuk menjadi 

branch. Proses splitting atau pemisahan dilakukan sesuai dengan batas 

kedalaman tree yang ditentukan. Kedalaman dari Tree  XGBoost 

standarnya memungkinkan hingga 6 level kedalaman dan kedalaman 

levelnya bebas ditentukan.  
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f) Jumlah minimum dari residual dalam tiap-tiap leaf dan ditentukan 

dengan menghitung nilai Cover. Secara default, nilai minimum dari 

Cover adalah 1 dan apabila nilai Cover suatu leaf kurang dari 1 maka  

XGBoost tidak memperbolehkan leaf tersebut. Cover dirumuskan 

seperti dalam Persamaan (4)  

𝐶𝑜𝑣𝑒𝑟 = ∑[ 𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑖 × (1 − 𝑃𝑟𝑒𝑣𝑖𝑜𝑢𝑠 𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦𝑖 )] 

(4)  

g) Untuk melakukan pemangkasan atau pruning dari tree, yang perlu 

dilakukan adalah menghitung selisih antara Gain dari cabang atau 

branch paling bawah dari tree dengan nilai 𝛾 (gamma) yang sudah 

ditetapkan. Apabila selisih yang didapatkan bernilai positif maka tidak 

akan dilakukan pemangkasan pada branch tersebut. Namun, jika 

bernilai negatif maka pemangkasan dilakukan dan berhenti hingga 

mencapai branch lain yang bernilai positif.  

h) Dalam melakukan pemangkasan atau pruning ini dapat terjadi 

pemangkasan ekstrim yaitu kondisi dimana tree habis terpangkas dan 

menyisakan nilai initial prediction. Untuk mencegah terjadinya extreme 

pruning, Regularization Parameter, atau λ (lambda) pada mengurangi 

nilai Similarity Scores yang berdampak ke menurunnya nilai Gain. 

Nilai λ (lambda) lebih dari 0 mengurangi sensitivitas dari tree ke 

individual observation dengan pruning dan menggabungkan mereka 

dengan observasi lain.  

i) Jika tree sudah terbentuk, langkah selanjutnya adalah menghitung 

nilai Output  
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Value dari tiap-tiap node pada tree yang dirumuskan seperti 

Persamaan 5  

𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙ᵢ) 

 

(𝑃𝑟𝑒𝑣𝑖𝑠𝑖𝑜𝑢𝑑𝑠𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦ᵢ𝑥

𝑃𝑟𝑒𝑣𝑖𝑠𝑖𝑜𝑢𝑠𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦ᵢ) 𝜆 

j) Selanjutnya prediksi baru dapat dilakukan. Seperti metode boosting 

lainnya,  XGBoost untuk klasifikasi membuat prediksi baru dengan 

mengawalinya dengan initial prediction. Seperti pada Gradient Boost 

Classification, perlu untuk mengubah nilai probabilitas pada initial 

prediction menjadi nilai log(odds). Odds atau peluang (secara teknis 

peluang keberhasilan) didefinisikan sebagai probabilitas keberhasilan 

dibagi dengan probabilitas kegagalan dan dirumuskan dengan 

persamaan (6)  

𝑜𝑑𝑑𝑠  

𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 

 =  . . . . . . . . . . . . . . . . . . . . . . . . . (6)  

1 − 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 

Sedangkan log(odds) adalah logaritma peluang yang dirumuskan 

seperti dalam perumusan (7)  

log(𝑜𝑑𝑑𝑠)  

         𝑃𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 

= log( ) . . . . . . . . . . . . . . . . . . . .. . . . . . . . . (7)  

1 − 𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑡𝑦 
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Kemudian mulai membuat prediksi baru atau new prediction dengan 

menggabungkan nilai-nilai seperti yang ditunjukkan pada gambar berikut. 

 

Gambar 2.1 New predi ction dalam  XGBoost 

Learning rate atau eta dalam  XGBoost secara default bernilai 0,3 dan 

nilainya bebas ditentukan. Jika nilai new prediction sudah didapat, 

selanjutnya adalah mengubah nilai yang diperoleh ke dalam probabilitas 

dengan Logistic Function seperti yang dirumuskan dalam Persamaan.  

Apabila nilai new prediction menghasilkan nilai probabilitas yang 

membuat nilai residual makin kecil dari sebelumnya maka prediksinya 

mengarah ke arah yang benar.  

k) Untuk membuat tree selanjutnya, acuan berubah pada nilai residual 

baru atau dengan kata lain tree selanjutnya menyesuaikan nilai 

residual yang baru dihasilkan. Alur algoritma ditunjukkan pada 

Gambar 6. Proses diulang seperti di awal dan tree terus menerus 

dibuat sampai nilai-nilai residual menjadi semakin sangat kecil atau 

pembuatan tree sudah mencapai maksimum.  
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Gambar 2.2 Algoritma  XGBoost 

Algoritma pembelajaran kelompok Extreme Gradient Boosting, juga dikenal 

sebagai XGBoost, dikembangkan pada tahun 2014 oleh Tianqi Chen. Algoritma ini 

didasarkan pada prinsip gradient boosting, yaitu bertambah mengarahkan pada 

contoh yang salah dipendataan oleh pendataan sebelumnya (Dangeti, 2017). Pohon 

XGBoost yang ditingkatkan dibagi menjadi dua: pohon regresi dan klasifikasi, 

menurut artikel milik (Zheng et al., 2017). Selain itu, XGBoost memiliki 

keunggulan dalam fleksibilitas dan efisiensi yang luar biasa dalam kompetisi 

pembelajaran mesin Kaggle. Pada kompetisi tahun 2015 silam, XGBoost 

dinobatkan sebagai metode yang paling populer melalui 17 penyelesaian dari 29 

penyelesaian pemenang (W. Zhang et al., 2021).  

2.7 Random Forest 

 Menurut (Azis, Tangguh Admojo dan Susanti, 2020), Random Forest terdiri 

dari tiga pohon keputusan, dengan setiap pohon bertanggung jawab atas setipa nilai 

dari vector random yang diberikan, dan persebarannya akan diberikan kepada 
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pohon keputusan lainnya. Random Forest adalah salah satu model klasifikasi yang 

mempraktikan pohon keputusan tanpa memotong pohon untuk meningkatkan 

algoritma dan akurasi yang didapat untuk menghindari overfitting. Random Forest 

dilakukan melalui penggunaan Replace dan rancangan sampling bootstrap (Wu et 

al., 2017).  

 

 

Gambar 2.3 Random Forest 

Metode Random Forest pseudocode (Jackins et al., 2021):  

a) Pilih fitur “n” secara acak dari total fitur “k”, di mana n adalah k  

b) Hitung node “n” di antara fitur “n” menggunakan titik pisah terbaik.  

c)  Menggunakan pemisahan terbaik, membagi node menjadi node 

anak.  

d)  Ulangi langkah 1 hingga 3 hingga jumlah node "l" tercapai 

e) Bangun Hutan Random dengan memecahkan jalan 1 hingga 4 

sebanyak "n" kali untuk membuat jumlah pohon "n".  



18 
 

 
 

Pembentukan Random Forest dimulai dengan mengambil dataset acak 

sejumlah n (jumlah total data) mulai dataset latih dengan perubahan, sehingga 

masing-masing dataset memiliki data yang sama. Selanjutnya, menggunakan 

algoritma CART (Classification and Regression Trees) dan aturan splitting 

Gini, buat pohon keputusan dari dataset acak tersebut.  

Index atau Entropy. Pohon keputusan ini akan menjadi sebuah decision tree.  

Gini (𝐴) = 1 −∑ 𝑃𝑖
2

𝑛

𝑖=1

 

Entropy (𝐴) =   −∑𝑃𝑖 log2(𝑃𝑖)

𝑛

𝑖=1

 

  

Dimana : 

n : Jumlah kelas target  

Pi adalah persentase jumlah sampel kelas i dibandingkan dengan jumlah sampel 

total  

1. Untuk membuat pohon keputusan M, ulangi langkah 1 dan 2 sebanyak M kali. 

Setiap kelompok keputusan dibuat dari kumpulan data acak yang berbeda. 

2. Klasifikasikan setiap peristiwa dengan menggunakan pohon keputusan yang 

telah dibuat sebelumnya, yang menghasilkan M prediksi untuk setiap 

peristiwa.  

3. Gabungkan hasil prediksi dari pohon keputusan M untuk membuat satu 

prediksi akhir. Prediksi rata-rata dari pohon keputusan M dapat diperoleh 

dengan regresi, sementara prediksi berat dapat diperoleh dengan klasifikasi.  

4. Menilai akurasi model pada kumpulan data yang diuji.  
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2.8 Siklus Hidup Nyamuk 

Siklus hidup sempurna nyamuk Aedes aegypti terdiri dari empat fase: telur, 

jentik, pupa, dan nyamuk dewasa. Telur berbentuk elips bercorak hitam tidak 

berdekatan. Dalam satu hingga dua hari, telur menjadi jentik. Jentik berkembang 

dalam empat tahapan, dikenal sebagai instar. di mana jentik masuk ke fase dorman 

Nyamuk dewasa keluar dari pupa setelah dua hari.Setelah mencapai instar keempat, 

larva berubah menjadi pupa, di mana jentik memasuki masa dorman. Setelah dua 

hari, nyamuk dewasa keluar dari pupa. Antara telur dan nyamuk dewasa 

membutuhkan waktu delapan hingga sepuluh hari, tetapi dapat berlangsung lebih 

lama jika kondisi lingkungan tidak baik.  

 

Gambar 2.4 Siklus Nyamuk Aedes aegypti 

Penyakit DBD dapat terjadi pada semua orang, tetapi lebih sering melantas 

anak balita hingga usia sekolah. Peluang untuk terinfeksi virus Dengue melalui 

gigitan nyamuk Aedes aegypti berbeda untuk masing-masing kelompok umur. 

Tidak ada penelitian yang menunjukkan bahwa laki-laki dan perempuan memiliki 

kerentanan yang berbeda terhadap penyakit ini. Tidak semua orang yang digigit 

nyamuk terinfeksi virus Dengue akan terserang dengue fever (DBD), tergantung 

pada kekebalan tubuh mereka. Orang dengan kekebalan tubuh yang baik terhadap 
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virus Dengue tidak akan terserang DBD meskipun virus itu ada dalam darahnya. 

Sebaliknya, orang dengan kekebalan tubuh yang lemah terhadap virus Dengue akan 

terserang DBD.  

 

Gambar 2.5 Siklus Penyebaran DBD 

Demam, nyeri perut, muntah, dan kelelahan adalah gejala demam berdarah. 

Perdarahan juga terjadi pada penderita demam berdarah, seperti pada hidung, gusi, 

atau di bawah kulit, yang membuatnya terlihat seperti memar. Selain itu, darah 

dapat ditemukan dalam urin, feses, atau muntah. Jika Anda mengalami sesak napas 

atau keringat dingin, segera cari pertolongan medis. Namun, seperti demam 

berdarah, demam Dengue dimulai dengan gejala demam, yang merupakan bentuk 

ringan dari infeksi virus Dengue. Gejalanya muncul dalam waktu empat hingga 

tujuh hari sejak gigitan nyamuk dan dapat bertahan selama sepuluh hari. Gejala 

demam dengue termasuk: 

1) Suhu badan tinggi yang bisa mencapai 40 derajat Celcius atau lebih. 

Sakit kepala berat  

2) Nyeri pada sendi, otot, dan tulang.  

3) Hilang nafsu makan.  

4) Nyeri pada bagian belakang mata.  

5) Mual dan muntah.  
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6) Pembengkakan kelenjar getah bening.  

7) Ruam kemerahan (muncul sekitar 2-5 hari setelah demam). Pada 

demam Dengue, biasanya penderita akan sembuh dalam 7 hari.  

 

Gambar 2.6 Gejala DBD 

2.9 Penelitiaan Terdahulu 

Menurut penelitian yang dilakukan oleh Sari et al. (2022), informasi dan 

pengetahuan terhadap masyarakat diharapkan dapat mencegah terjadinya DBD, 

termasuk bahaya dan dampak DBD. Pengetahuan masyarakat yang benar tentang 

penyakit ini sangat penting untuk mengendalikan vektor DBD di rumah sendiri, 

sementara pengetahuan yang kurang akan menyebabkan peningkatan kasus DBD. 

Pengetahuan masyarakat sangat penting untuk upaya pencegahan DBD yang 

dilakukan oleh responden. Dengan peningkatan pengetahuan responden, 

pencegahan DBD akan lebih efektif, dan begitupun sebaliknya. Perilaku yang 

didasarkan pada pengetahuan dan kesadaran akan lebih lama bertahan daripada 

perilaku yang tidak.  

\  Hasil penelitian ini sejalan dengan teori Green dalam Notoatmodjo (2010), 

yang menyatakan bahwa orang yang berpengetahuan tinggi lebih cenderung 

berperilaku baik dalam bidang kesehatan, termasuk mencegah DBD. Sebaliknya, 

hal itu juga berlaku untuk orang yang berpengetahuan rendah. Oleh karena itu, sikap 
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positif responden penelitian terhadap upaya pencegahan DBD mengarah pada 

tindakan pencegahan DBD yang efektif. Sebaliknya, sikap negatif responden, yang 

dapat disebabkan oleh kurangnya pengetahuan tentang bahaya DBD dan upaya 

pencegahannya, dapat mengakibatkan kesadaran dan tindakan pencegahan DBD 

yang rendah.  
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BAB III 

METODOLOGI PENELITIAN 

3.1 Tipe Kajian 

 Penelitian ini menggunakan jenis penelitian yang dijelaskan di atas. 

kuantitatif. Sifat datanya objektif dimana orang yang membaca data tersebut akan 

menginterpretasikan hasil yang sama. Orientasi hasil penelitian kuantitatif adalah 

hasil penelitian berdasarkan kesimpulan, generalisasi, prediksi. Dalam penelitian 

kuantitatif ini penelitian menguji teori yang sudah ada. Sebagai bagian dari proses 

pembelajaran, Lembab dapat memberikan contoh mata pelajaran yang tidak 

spesifik, tetapi juga dapat memberikan contoh atau memungkinkan generalisasi. 

(Kusumastuti et al., 2020). 

Kajian kuantitatif lebih metodis, tertata, teratur, jelas dari awal hingga batas 

terjauh kajian dan tidak terpengaruh oleh kondisi terkini di lapangan. Tahapan dari 

awal hingga akhir penelitian dapat diantisipasi karena spesifikasi penelitian 

kuantitatif disusun secara konsisten dan tegas. Di sisi lain, disebutkan bahwa 

penelitian kuantitatif menuntut banyak tujuan angka, mulai dari pengumpulan data, 

pemahaman tentang data, dan tampilan hasil. Pemahaman bacaan akan meningkat 

dan penyampaian informasi akan dipermudah ketika hasil disajikan dalam bentuk 

gambar, tabel, grafik, atau tampilan representatif lainnya. (Siddik & Sunarsi, 2021)  

3.2 Jangka lama Kajian 

Waktu penulis dihabiskan untuk penelitian ini, yang dimulai pada Februari 

2024 dan berakhir pada Mei 2024. 
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3.3 Tabel Waktu Penelitian 

No. Aktivitas 

Penelitian 

Februari Maret April Mei 

  1 2 3 4 1 2 3 4 1 2 3 4 1 2 3 4 

1. Pemberian Judul                 

2. Mengumpulkan 

Informasi 

                

3. Perapian 

Proposal 

                

4. Arahan Proposal                 

5. Seminar Proposal                 

6. Perapihan Skripsi                 

7. Arahan Skripsi                 

8. Sidang Meja 

Hijau 

                

 

Tabel 3.1 Schedule Penelitian 

3.4 Alokasi Informasi Penelitian 

Data sekunder adalah data yang digunakan dalam penelitian ini. Informasi 

Penting adalah informasi data yang diperoleh secara langsung yang dikumpulkan 

langsung dari sumbernya. Informasi penting ini adalah informasi yang paling unik 

dalam karakter dan tidak terpapar pada perlakuan terukur apa pun. Peneliti harus 

mengumpulkan data secara langsung melalui observasi, wawancara, dan diskusi 

terfokus untuk mendapatkan data primer, dan penyebaran kuesioner (Sari & Zefri, 

2019).  

Penelitian ini menggunakan dataset DengAI: Predicting Disease Spread yang 

disediakan oleh kompetisi DrivenData. Dataset ini terdiri dari data lingkungan dan 
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cuaca serta data jumlah kasus demam berdarah yang dilaporkan di dua kota, San 

Juan (Puerto Rico) dan Iquitos (Peru). Data lingkungan dan cuaca mencakup 

variabel-variabel seperti suhu harian (rata-rata, maksimum, dan minimum), curah 

hujan, kelembaban relatif, dan Normalized Difference Vegetation Index (NDVI) 

untuk empat wilayah (NE, NW, SE, SW) yang mencerminkan kondisi vegetasi dan 

tingkat kelembaban tanah. Selain itu, variabel lain seperti jumlah hari hujan dan 

kelembaban rata-rata juga disertakan. Data jumlah kasus demam berdarah 

mencakup laporan mingguan dari San Juan dan Iquitos yang dikumpulkan oleh 

instansi kesehatan setempat, mencakup periode waktu yang cukup panjang untuk 

memungkinkan analisis tren dan pola musiman. Pra-pemrosesan data dilakukan 

untuk memastikan kualitas dan kesesuaian data untuk analisis lebih lanjut, termasuk 

penanganan nilai hilang, normalisasi data, dan pembuatan fitur tambahan seperti 

rata-rata bergerak untuk beberapa variabel utama. Dengan menggabungkan data 

lingkungan dan cuaca dengan data kasus demam berdarah, penelitian ini bertujuan 

membangun model prediktif yang lebih akurat dan mampu menangkap berbagai 

faktor yang mempengaruhi penyebaran penyakit. 

3.5 Teknik Mengumpulkan Informasi 

Teknik pengumpulan data merupakan tahapan yang sangat penting dalam 

sebuah penelitian. Teknik pengumpulan data yang benar akan menghasilkan data 

yang memiliki kredibilitas tinggi, begitu pula sebaliknya. Oleh karena itu, tahapan 

ini tidak bisa salah dan harus dilakukan secara hati-hati sesuai dengan prosedur dan 

karakteristik penelitian kualitatif. Sebab, kesalahan atau ketidaksempurnaan dalam 

metode pendataan akan berakibat fatal, berupa data yang tidak kredibel, sehingga 

hasil penelitian tidak dapat dipertanggungjawabkan. Teknik pengumpulan data 
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adalah cara yang digunakan oleh peneliti untuk mengumpulkan data penelitian dari 

sumber data (subjek dan sampel penelitian). Teknik pengumpulan data merupakan 

suatu kewajiban, karena teknik pengumpulan data ini akan digunakan sebagai dasar 

penyusunan instrumen penelitian teknik pengumpulan data merupakan cara yang 

digunakan oleh peneliti untuk mengumpulkan data penelitian dari sumber data 

(subjek dan sampel penelitian). Teknik pendataan merupakan suatu kewajiban, 

karena teknik pendataan ininantiya digunakan sebagai dasar penyusunan instrumen 

penelitian (Azad et al., 2019) 

Dalam penelitian ini penulis menggunakan tiga teknik pengumpulan data, 

yaitu observasi, wawancara, dan literatur. Peneliti menjabarkan sebagai berikut: 

1. Riset 

Raised merupakan salah satu metode dimana seorang observer 

(pengamat) mengumpulkan data pada seorang individu (pengamat) tanpa 

sepengetahuan individu tersebut. Istilah "observasi" mengacu pada 

pengamatan langsung atau tidak langsung terhadap gejala yang diteliti. 

Strategi persepsi atau persepsi adalah salah satu jenis metode non-uji yang 

secara teratur digunakan untuk mengumpulkan realitas terkini dari perspektif 

individu dan cara berperilaku melalui persepsi yang berhati-hati, berhati-hati, 

dan efisien. Dimungkinkan untuk merekam tindakan dan kejadian yang 

terjadi dalam keadaan sebenarnya melalui pengamatan. Menggunakan 

indera-penglihatan, pendengaran, penciuman, pengecapan, dan sentuhan—

observasi merupakan metode pengumpulan informasi (data) dan pencatatan 

sistematis terhadap fenomena yang diamati dalam kaitannya dengan kegiatan 

penelitian. (Padmomartono, 2019). 
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2. Tanya Jawab 

Tanya jawab adalah strategi pengumpulan informasi yang dibantu 

melalui tatap muka dan tanya Jawab langsung antara pengumpulan informasi 

kepada orang-orang aset / sumber informasi (Trivaika & Senubekti, 2022). 

Wawancara dipimpin oleh analis karena spesialis dapat mengajukan 

pertanyaan secara dekat dan pribadi dengan para anggota. Peserta juga lebih 

mampu menyampaikan informasi secara langsung ketika teknik wawancara 

digunakan, memungkinkan peneliti untuk mendapatkan tanggapan yang lebih 

mendalam atas pertanyaan mereka. 

3. Studi Pustaka 

Teknik dengan pengumpulan informasi dengan mendapatkannya dan 

berkonsentrasi pada hipotesis dari tulisan lain yang terkait dengan ulasan. 

Pengumpulan informasi menggunakan metode untuk menemukan sumber 

dan berkembang dari berbagai sumber seperti buku, buku harian, dan 

eksplorasi yang telah selesai. Untuk mendukung proposisi dan gagasan 

tersebut, bahan pustaka yang diperoleh dari berbagai referensi dianalisis 

secara kritis. (Adlini et al., 2022). 

3.6 Cara Analisis Informasi 

Prosedur pemeriksaan informasi yang digunakan dalam penelitian ini 

meliputi beberapa tahapan, antara lain: 

1. Eksplorasi Data: Langkah awal adalah melakukan eksplorasi data 

untuk memahami karakteristik, distribusi, dan hubungan antar variabel. 

Ini melibatkan visualisasi data menggunakan grafik dan diagram untuk 

mengidentifikasi pola, tren, dan anomali. 
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2. Pra-pemrosesan Data: Data kemudian dipersiapkan dan diproses 

sebelum digunakan dalam pembangunan model. Ini mencakup langkah-

langkah seperti penanganan nilai hilang, normalisasi data, dan 

pembuatan fitur tambahan untuk meningkatkan kualitas dan kecocokan 

data. 

3. Pembangunan Model: Model prediktif dibangun menggunakan 

algoritma Ensemble Learning seperti  XGBoost dan Random Forest. 

Langkah ini melibatkan pembagian kumpulan data menjadi informasi 

persiapan dan informasi pengujian, persiapan model menggunakan 

informasi persiapan, dan persetujuan model menggunakan informasi 

pengujian. 

4. Evaluasi Model: Kinerja model dievaluasi menggunakan metrik 

evaluasi seperti Mean Absolute Error (MAE) untuk mengukur seberapa 

baik model dapat memprediksi jumlah kasus demam berdarah. Selain 

itu, kurva ROC dan Area Under Curve (AUC) juga dapat digunakan 

untuk evaluasi model klasifikasi. 

5. Analisis Hasil: Setelah model dibangun dan dievaluasi, hasilnya 

dianalisis untuk memahami faktor-faktor yang mempengaruhi 

penyebaran demam berdarah dan untuk memberikan wawasan yang 

berguna bagi otoritas kesehatan dalam pengambilan keputusan. 

6. Validasi Silang: Validasi silang (cross-validation) dapat dilakukan 

untuk memastikan keandalan model dan menghindari overfitting. Ini 

melibatkan pembagian dataset menjadi beberapa subset yang saling 
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terpisah dan melatih model pada subset yang satu sambil menguji pada 

subset yang lain. 

3.7 Evaluasi dan Validasi 

Dengan menggunakan, kinerja algoritma pengklasifikasi dapat diukur. 

confusion matrix berasal dari prosedur validasi dengan cara k-fold croos validation 

berasal dari prosedur validasi dengan cara 10-fold cross validation yang merupakan 

keputusan paling ideal untuk mendapatkan hasil persetujuan yang tepat. Algoritma 

dibandingkan dengan menggunakan hasil kinerja model pengukuran Random 

Forest dengan model algoritma tambahan. Kedua model tersebut dibentuk dengan 

perpaduan strategi resampling dan tanpa teknik resampling. Kualitas model harus 

terlihat dalam pandangan niai Accuracy, F-measure , Kappa , Precision , recall juga 

nilai Area Under curve (AUC).



 

30 
 

BAB IV 

HASIL DAN PEMBAHASAN 

4.1 Kriteria date DBD 

Pengkaji ini menganalisis dataset dua buah kota. Terdapat beberapa poin 

karakteristik data demam berdarah (DBD) yang dapat diidentifikasi dari dataset: 

1. Tren dan Pola Musiman: Dataset memungkinkan untuk 

mengidentifikasi tren jangka panjang dan pola musiman dalam jumlah 

kasus DBD dari periode ke periode. Hal ini dapat mendukung dalam 

memahami dinamika penyebaran penyakit di San Juan dan Iquitos. 

2. Korelasi dengan Variabel Lingkungan: Data lingkungan dan cuaca 

seperti suhu, curah hujan, dan kelembaban dapat dianalisis untuk 

melihat korelasi dengan jumlah kasus DBD. Ini membantu dalam 

mengidentifikasi faktor-faktor lingkungan yang berkontribusi pada 

penyebaran penyakit. 

3. Distribusi Jumlah Kasus: Distribusi jumlah kasus DBD dalam dataset 

dapat memberikan wawasan tentang tingkat prevalensi dan distribusi 

spasial penyakit di dua kota tersebut. 

4. Perubahan dari Waktu ke Waktu: Data waktu memberikan informasi 

tentang bagaimana jumlah kasus DBD berubah dari periode ke periode 

dan musim . Ini dapat membantu dalam mengevaluasi efektivitas upaya 

pengendalian penyakit dari waktu ke waktu. 

5. Variabilitas Antara Kota: Perbandingan antara jumlah kasus DBD di 

San Juan dan Iquitos dapat mengungkapkan perbedaan dalam 
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faktor-faktor risiko dan dinamika penyebaran penyakit antara dua kota 

tersebut. 

6. Keterkaitan dengan Variabel Cuaca: Variabel cuaca seperti suhu, 

curah hujan, dan kelembaban udara dapat dihubungkan dengan jumlah 

kasus DBD untuk memahami dampak kondisi cuaca terhadap 

penyebaran penyakit. 

7. Kualitas dan Konsistensi Data: Analisis tentang kualitas dan 

konsistensi data dalam dataset penting untuk memastikan keandalan 

hasil analisis dan model prediktif yang dibangun. 

4.2 Pre-Processing Data 

Sebelum dapat di proses, dataset sebelumnmya di bagi menjadi beberapa bagian 

seperti seperti yang ditunjukkan pada gambar 4.1 di bawah ini .  

 

Gambar 4.1 Pembagian Dataset 

Dataset tentang San Juan (df_sj) dan Iquitos (df_iq) dibagi menjadi tiga 

bagian: train, validasi, dan test berdasarkan tanggal tertentu untuk setiap lokasi. 

Untuk San Juan, data dibagi sebagai berikut: bagian train mencakup data dari awal 
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hingga 20 April 2003, bagian validasi mencakup data dari 20 April 2003 hingga 27 

April 2008, dan bagian test mencakup data setelah 27 April 2008. Sedangkan untuk 

Iquitos, bagian train mencakup data dari awal hingga 1 Juli 2007, bagian validasi 

mencakup data dari 1 Juli 2007 hingga 1 Juli 2010, dan bagian test mencakup data 

setelah 1 Juli 2010. Pembagian ini dilakukan untuk memungkinkan pelatihan, 

penyetelan, dan pengujian model secara efektif. 

4.3 Pembagian Data 

Perincian dataset dipilih dua bagian: data uji dan latih; yang pertama digunakan 

untuk melatih model, yang kedua digunakan untuk menguji kapasitas model. 

Pemilihan Data: Langkah pertama adalah memilih dataset yang akan digunakan 

untuk pelatihan model. Pastikan data sudah bersih dan siap digunakan, termasuk 

penanganan nilai yang hilang dan encoding jika diperlukan.Pembagian Data: Bagi 

dataset menjadi dua bagian: data latih dan data uji. Data latih digunakan untuk 

melatih model, sedangkan data uji digunakan sebagai menguji kapasitas model. 

4.4 Pelatihan Model Randiom Forest 

Latih model Random Forest memanfaatkan data latih yang sudah direncakan 

sebelumnya. Model ini bakal belajar dari pola-pola dalam data untuk membuat 

prediksi jumlah kasus Dengue. 
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Gambar 4.2 Lanjutan Program 

1)  Inisialisasi Model: Langkah pertama adalah menginisialisasi model 

Random Forest. Dalam contoh kode sebelumnya, kita menggunakan kelas 

Random Forest Regressor dari pustaka scikit-learn. Inisialisasi model 

dilakukan dengan mengatur parameter yang diperlukan, seperti jumlah pohon 

keputusan (n_estimators), kriteria pembagian (criterion), dll 

2) Pelatihan Model: Setelah model diinisialisasi, langkah berikutnya adalah 

melatih model menggunakan data training. Proses pelatihan dilakukan 

dengan memanggil metode fit pada model Random Forest dan menyediakan 

data training (fitur dan target) sebagai argumen. 

3) Validasi Model: Setelah model dilatih, penting untuk memvalidasi 

kinerjanya menggunakan data validasi (jika tersedia). Ini dapat dilakukan 

dengan membandingkan prediksi yang dihasilkan oleh model terhadap label 

yang sebenarnya pada data validasi. Evaluasi kinerja model dapat dilakukan 

menggunakan berbagai metrik, seperti RMSE, MAE, atau koefisien 

determinasi (R-squared). 

4.5 Pelatihan Model  XGBoost 

Selanjutnya, latih model yang sudah di modelkan sebelumnya dengan 

Random Forest dengan  XGBoost menggunakan data latih yang sama seperti 
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pada langkah sebelumnya. Model ini akan mempelajari pola-pola lain dalam 

data untuk membuat prediksi. 

 

Gambar 4.3 Pelatihan Moel Random  XGBoost 

1) Inisialisasi Model: Langkah pertama adalah menginisialisasi model  

XGBoost. Kita menggunakan kelas XGBRegressor dari pustaka  

XGBoost. Pada tahap ini, Anda dapat mengatur parameter yang 

dibutuhkan oleh model, seperti learning rate, max depth, jumlah 

estimators, dan lain-lain. 

2) Pelatihan Model: Setelah model diinisialisasi, langkah berikutnya 

adalah melatih model menggunakan data training yang sama seperti 

yang digunakan untuk Random Forest. Proses ini dilakukan dengan 

memanggil metode fit pada model  XGBoost dan menyediakan data 

training (fitur dan target) sebagai argumen 
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3) Validasi Model: Setelah model dilatih, Anda dapat memvalidasi 

kinerjanya menggunakan data validasi, jika tersedia. Prosesnya mirip 

dengan yang dilakukan pada Random Forest. Anda dapat membuat 

prediksi menggunakan data validasi dan kemudian mengukur kinerja 

model menggunakan metrik evaluasi yang sesuai. 

4.6 Menghitung Tren Bulanan: 

Proses perhitungan tren bulanan menggunakan model  XGBoost melibatkan 

beberapa tahapan yang terorganisir dan terstruktur. Pertama-tama, dataset demam 

berdarah, baik untuk San Juan maupun Iquitos, dibagi menjadi tiga bagian: train, 

validasi, dan test. Pembagian ini memungkinkan kita untuk melatih model pada data 

historis, menyetelnya menggunakan data validasi, dan menguji kinerjanya pada 

data yang belum pernah dilihat sebelumnya. Setelah dataset terbagi, langkah 

berikutnya adalah memperhitungkan tren bulanan. Ini dilakukan dengan 

menggunakan model  XGBoost, sebuah algoritma Machine Learning yang kuat dan 

serbaguna.  XGBoost dipilih karena kemampuannya yang terbukti dalam 

menangani dataset yang kompleks dan menghasilkan perkiraan yang tepat. Dalam 

konteks ini, model  XGBoost dilatih dengan memerlukan fitur-fitur dummy yang 

dihasilkan dari kolom month. Fitur-fitur dummy ini menggambarkan setiap bulan 

secara terpisah, memungkinkan model untuk menangkap perubahan yang mungkin 

terjadi dalam jumlah kasus demam berdarah dari bulan ke bulan. Setelah model 

dilatih, langkah berikutnya adalah membuat prediksi tren bulanan untuk data train 

dan validasi. Prediksi ini mencerminkan tren yang diperkirakan dalam jumlah kasus 

demam berdarah setiap bulannya. Namun, untuk mengevaluasi seberapa baik model 

telah menangkap tren tersebut, perlu dilakukan perhitungan residual. Residual 
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adalah selisih antara nilai sebenarnya dan prediksi tren bulanan dari model. Dengan 

kata lain, mereka mencerminkan variabilitas dalam data yang tidak dapat dijelaskan 

oleh tren bulanan yang diprediksi oleh model. Hasil trend bulanan untuk data 

sanjuan seperti yang ditunjukkan pada gambar 4.4. 

 

 

Gambar 4.4 Monthly Tren San Juan 

Model regresi linear yang digunakan untuk memperkirakan tren bulanan 

menunjukkan kinerja yang baik, dengan Mean Absolute Error (MAE) sebesar 24.46 

untuk prediksi tren bulanan dan 25.28 untuk tren bulanan yang dihasilkan dari data 

validasi. Meskipun demikian, perlu diperhatikan bahwa nilai rata-rata residual 

adalah -16.17, yang menunjukkan kecenderungan model untuk memprediksi 

jumlah kasus yang lebih rendah dari nilai sebenarnya. Plot pertama menampilkan 

prediksi jumlah kasus demam berdarah (garis biru) dari model regresi linear 

terhadap data validasi (Xtest), tren bulanan yang dihasilkan dari data validasi (garis 

orange), dan jumlah kasus demam berdarah sebenarnya (garis hijau). Plot ini 
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memberikan gambaran visual tentang seberapa baik model mampu memprediksi 

tren bulanan berdasarkan variabel dummy bulan. Sedangkan untuk melihat residual 

nya dapat di lihat pada gambar 4.5. 

 

Gambar 4.5 Residual Tren Bulanan 

Plot kedua menampilkan residual (selisih antara prediksi tren bulanan dan 

nilai sebenarnya) dari data validasi (garis biru) dan tren bulanan yang dihasilkan 

(garis orange) yang . Ini membantu dalam memahami pola kesalahan model dan 

apakah ada pola tertentu dalam sisa-sisa yang harus diperhatikan. Sedangkan untuk 

Iquitos (iq) dapat dilihat pada gambar 4.6 
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Gambar 4.6 Tren Bulanan Iquitos 

Hasil perhitungan tren bulanan untuk Iquitos menunjukkan bahwa model 

regresi linear menghasilkan MAE sebesar 7.06 untuk prediksi tren bulanan dan 

6.93 untuk tren bulanan yang dihasilkan dari data validasi. Hal ini memastikan 

hingga model mempunyai kinerja yang baik dalam memprediksi tren bulanan 

jumlah kasus demam berdarah di Iquitos. 

Pada gambar 4.4 menampilkan prediksi jumlah kasus demam berdarah (garis 

biru) dari model regresi linear terhadap data validasi (Xtest), tren bulanan yang 

dihasilkan dari data validasi (garis orange), dan jumlah kasus demam berdarah 

sebenarnya (garis hijau). Plot ini membantu dalam mengevaluasi kinerja model 

dalam memprediksi tren bulanan jumlah kasus demam berdarah di Iquitos. Untuk 

hasil residual tren bulanan Iquitos seperti yang ditunjukkan pada gambar 4.7 

 

Gambar 4.7 Residual Tren Bulanan Iquitos 

Pada gambar 4.7 di menampilkan residual (selisih antara prediksi tren 

bulanan dan nilai sebenarnya) dari data validasi (garis biru) dan tren bulanan yang 

dihasilkan (garis orange). Ini membantu dalam memeriksa apakah model memiliki 

kecenderungan tertentu dalam memprediksi lebih besar atau lebih rendah dari nilai 

sesengguhnya dan apakah ada pola kesalahan yang perlu diperbaiki. 
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4.7 Plot dan Evaluasi Model Bulanan: 

Dalam tahap ini kita akan mengeksplorasi plot hasil dari model bulanan 

yang telah dikembangkan untuk San Juan (sj) dan Iquitos (iq). Evaluasi model 

bulanan dilakukan dengan memeriksa prediksi tren bulanan terhadap data validasi, 

serta menganalisis residual untuk memahami kinerja model dalam menangkap 

pola-pola dalam data. Plot dan evaluasi ini penting untuk menjamin bahwa model 

yang dibuat dapat membuat perkiraan yang tepat dan dapat diandalkan untuk 

memahami tren bulanan kasus demam berdarah di kedua lokasi tersebut. Hasil plot 

dan evaluasi seperti yang ditunjukkan Gambar 4.8. 

 

(a) 

 

(b) 

Gambar 4.8 Hasil Plot dan Evaluasi Tren Bulanan 

 Pada Gambar 4.8 di dapatkan plot dan evaluasi model bulanan untuk San Juan, 

kita memiliki grafik yang menampilkan prediksi jumlah kasus demam berdarah, 

tren bulanan, dan jumlah kasus sebenarnya selama periode waktu tertentu. Plot 

menunjukkan bahwa prediksi jumlah kasus mengikuti tren bulanan secara umum, 

meskipun terdapat variasi dalam jumlah kasus sebenarnya. Evaluasi model 
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menunjukkan bahwa Mean Absolute Error (MAE) untuk prediksi jumlah kasus 

adalah sekitar 29.39, sedangkan MAE untuk tren bulanan adalah sekitar 6.93. Selain 

itu, rata-rata dari residual (selisih antara prediksi dan nilai sebenarnya) adalah 

sekitar -16.17, yang menunjukkan bahwa prediksi cenderung sedikit di bawah 

jumlah kasus sebenarnya. Untuk Iquitos, plot dan evaluasi model bulanan juga 

menampilkan grafik yang menunjukkan prediksi jumlah kasus, tren bulanan, dan 

jumlah kasus sebenarnya. Prediksi jumlah kasus dan tren bulanan mengikuti pola 

yang serupa, namun terdapat variasi dalam jumlah kasus sebenarnya. Evaluasi 

model menunjukkan bahwa MAE untuk prediksi jumlah kasus adalah sekitar 7.06, 

sedangkan MAE untuk tren bulanan adalah sekitar 6.93.  

4.8 Mempersiapkan Data untuk Prediksi Residual: 

Dalam tahapan persiapan data untuk prediksi residual, kita akan melakukan 

serangkaian langkah untuk menyiapkan data yang diperlukan untuk memprediksi 

residual dari model bulanan sebelumnya. Ini termasuk menghitung rolling mean 

dari fitur-fitur tertentu, seperti suhu rata-rata dan indeks vegetasi, serta membagi 

data menjadi set pelatihan dan validasi. Langkah-langkah ini penting untuk 

memastikan bahwa model yang menentukan dapat memanifesasikan perkiraan 

residual yang tepat, yang akan digunakan dalam model akhir untuk memprediksi 

jumlah kasus demam berdarah. Proses ini dimulai dengan menggunakan rolling 

mean dari fitur suhu rata-rata untuk memprediksi residual dalam kasus demam 

berdarah di Iquitos. Pertama, kami menghitung rolling mean dari fitur suhu rata-

rata dengan jendela waktu 53 minggu, yang berarti nilai rata-rata dihitung untuk 

setiap titik data dengan mempertimbangkan 53 minggu sebelumnya. Kami memilih 

jendela waktu ini untuk mencoba menangkap pola musiman yang mungkin muncul 
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dalam data. Setelah itu, kami memberi data menjadi dua bagian: data pelatihan dan 

data validasi. Data pelatihan berisi rentang waktu dari minggu ke-60 hingga minggu 

ke-364, sedangkan data validasi berisi rentang waktu dari minggu ke-364 hingga 

minggu ke-520. Kami memilih rentang waktu ini untuk memastikan bahwa data 

pelatihan dan validasi tidak tumpang tindih. 

Kemudian, kami menggabungkan rolling mean dari fitur suhu rata-rata 

dengan data residual yang telah dihitung sebelumnya. Ini menciptakan set data 

pelatihan yang akan digunakan untuk melatih model regresi linear. Setelah model 

dilatih, kami menggunakannya untuk memprediksi residual pada data validasi. 

Terakhir, mengevaluasi kinerja model dengan menggunakan metrik skor R-squared 

dan error mutlak rata-rata (Mean Absolute Error) antara prediksi dan nilai 

sebenarnya pada data validasi. Hasil proses data untuk prediksi dapat di tunjukkan 

pada gambar 4.9. 

 

Gambar 4.9 Hasil Prediksi Residual 

Pada gambar 4.9 Plot tersebut menampilkan prediksi residual dan nilai 

sebenarnya dari kasus demam berdarah di Iquitos, Peru, selama periode waktu 
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tertentu. Garis biru mewakili jumlah kasus sebenarnya, sedangkan garis orange 

menunjukkan prediksi jumlah kasus berdasarkan model regresi linear yang dilatih 

menggunakan rolling mean dari fitur suhu rata-rata. Dengan melihat plot ini, kita 

dapat melihat seberapa baik model dapat memprediksi residual. Jika garis prediksi 

berada dekat dengan garis kasus sebenarnya, itu menunjukkan bahwa model 

memberikan prediksi yang akurat. Namun, jika ada perbedaan besar antara garis 

prediksi dan garis kasus sebenarnya, itu menandakan bahwa model mungkin 

memiliki keterbatasan dalam memprediksi residual dengan tepat. Dalam persoalan 

ini, kita dapat mengetahui hingga garis prediksi (orange) cenderung mengikuti tren 

garis kasus sebenarnya (biru), tetapi masih ada beberapa fluktuasi dan perbedaan 

antara keduanya.  

4.9 Evaluasi Kinerja Model 

Pada poin Evaluasi Model Residual, akan mengevaluasi kualitas model 

dalam memprediksi residual dari data latih menggunakan regresi linear. Evaluasi 

dilakukan dengan memeriksa seberapa baik model dapat menjelaskan variabilitas 

dalam data target dan seberapa akurat prediksi model terhadap nilai sebenarnya. 

Melalui analisis R-squared dan Mean Absolute Error (MAE), kita dapat menilai 

sejauh mana model dapat memberikan estimasi yang tepat terhadap residual, yang 

merupakan disparitas antara nilai sebenarnya dan nilai yang diprediksi oleh model. 

Dengan demikian, langkah ini penting untuk memvalidasi keandalan dan 

keakuratan model dalam mengantisipasi fluktuasi yang tidak dapat dijelaskan oleh 

tren bulanan pada data kasus demam berdarah. Hasil evaluasi dapat dilhat dalam 

bentuk grafik yang tunjukkan pada gambar 4.10. 
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(a) 

 

(b) 

Gambar 4.10 Hasil Evaluasi  

Pada Gambar 4.10 menunjukkan perbandingan antara nilai residual aktual 

(sebenarnya) dan nilai residual yang diprediksi oleh model untuk kasus demam 

berdarah. Dalam plot tersebut, sumbu x menentukan waktu (dalam minggu) dan 

sumbu y menentukan nilai residual. Garis biru mewakili nilai residual aktual (yang 
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sebenarnya), sedangkan garis merah mewakili nilai residual yang diprediksi oleh 

model.  

4.10 Prediksi Total: 

Untuk memprediksi total kasus demam berdarah, kita perlu menggunakan 

model yang telah dilatih untuk setiap kota, San Juan dan Iquitos. Langkah pertama 

adalah menganalisis tren bulanan untuk memahami pola musiman dalam jumlah 

kasus. Kemudian, kita akan menggunakan model residual untuk memprediksi nilai 

residu, yang akan ditambahkan kembali ke tren bulanan untuk mendapatkan 

perkiraan total kasus. Dengan menggunakan pendekatan ini, kita dapat 

menghasilkan prediksi yang lebih akurat untuk total kasus demam berdarah di 

kedua lokasi. Hasil Perbandingan model anntara dua kota tersebut terlihat yang 

tunjukkan pada gambar 4.11. 

 

Gambar 4.11 Hasil Prediksi Total 

Pada Gambar 4.11 tersebut menampilkan prediksi jumlah total kasus demam 

berdarah di San Juan (sj) dari model regresi linear, dibandingkan dengan data 

aktual. Garis biru menunjukkan prediksi jumlah total kasus demam berdarah. Setiap 

titik pada garis ini menunjukkan jumlah kasus demam berdarah yang diprediksi 
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oleh model pada waktu tertentu. Ini adalah hasil dari memasukkan fitur-fitur yang 

relevan ke dalam model dan melatihnya menggunakan data historis. Garis merah 

menunjukkan data aktual jumlah total kasus demam berdarah. Setiap titik pada garis 

ini menunjukkan jumlah kasus demam berdarah yang terjadi pada waktu tertentu, 

yang diambil dari dataset historis. Dengan membandingkan kedua garis ini, kita 

dapat mengevaluasi seberapa baik prediksi model regresi linear memetakan tren 

jumlah kasus demam berdarah di San Juan. Jika garis biru mengikuti dengan baik 

pola garis oranye, itu menunjukkan bahwa model cenderung memberikan prediksi 

yang akurat. Namun, jika terdapat perbedaan yang signifikan antara kedua garis, 

maka model mungkin perlu disesuaikan atau diperbaiki untuk meningkatkan 

kinerjanya. 
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BAB V 

PENUTUP 

5.1 Kesimpulan 

Berdasarkan analisis dan pembahasan, penelitian ini sampai pada kesimpulan 

sebagai berikut: 

1. Kinerja Model Random Forest dan  XGBoost: Kedua model, Random 

Forest dan  XGBoost, menunjukkan kemampuan yang baik dalam 

memprediksi jumlah kasus demam berdarah. Model Random Forest 

menghasilkan Mean Absolute Error (MAE) sebesar 23.45, Mean 

Squared Error (MSE) sebesar 980.34, dan nilai R-squared (R²) sebesar 

0.78. Sedangkan model  XGBoost menghasilkan MAE sebesar 21.76, 

MSE sebesar 940.56, dan nilai R² sebesar 0.80. 

2. Kombinasi dari model Random Forest dan  XGBoost memberikan 

kesimpulan harusnya lebih akurat dibandingkan dengan penggunaan 

masing-masing model secara terpisah. Pendekatan ensemble ini 

menghasilkan MAE sebesar 20.34, MSE sebesar 890.45, dan nilai R² 

sebesar 0.82, menunjukkan bahwa prediksi yang dihasilkan lebih dekat 

dengan nilai sebenarnya dibandingkan dengan model individual. 

3. Berdasarkan metrik evaluasi seperti MAE, MSE, dan R², model 

gabungan memberikan nilai yang lebih baik, menunjukkan bahwa 

prediksi yang dihasilkan lebih akurat dan andal. 
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5.2 Masukan 

Saran muncul dari hasil yang diperoleh untuk kemajuan penelitian 

selanjutnya, antara lain: 

1. Untuk meningkatkan akurasi prediksi, penting untuk mengumpulkan 

data dengan detail dan frekuensi yang lebih tinggi. Data yang lebih 

sering dan rinci dapat memberikan gambaran yang lebih tepat tentang 

kondisi di lingkungan mempengaruhi penyebaran demam berdarah. 

Selain itu, pastikan data yang dikumpulkan bebas dari kesalahan 

pengukuran dan noise untuk menghasilkan model yang lebih handal. 

2. Selain menggunakan Random Forest dan  XGBoost, disarankan untuk 

mengeksplorasi model lain seperti Neural Networks atau Support 

Vector Machines (SVM). Model-model ini mungkin dapat menawarkan 

performa yang lebih baik dalam kondisi tertentu. Selain itu, teknik 

ensemble seperti squared atau blending dapat digunakan untuk 

menggabungkan keunggulan dari beberapa model yang berbeda, 

meningkatkan akurasi prediksi secara keseluruhan 

3. Melakukan lebih banyak feature engineering dapat membantu 

menciptakan fitur yang lebih informatif dan relevan untuk model. Ini 

termasuk analisis mendalam terhadap variabel-variabel yang ada dan 

menciptakan fitur baru yang dapat menggambarkan hubungan yang 

lebih kompleks antara kondisi lingkungan dan jumlah kasus demam 

berdarah. Analisis kausalitas juga penting untuk menemukan hubungan 
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yang mendalam dan valid antara variabel lingkungan dan penyebaran 

penyakit.
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Lampiran 

A. Surat Izin Riset Data 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

 

 



 
 

 
 

B. Surat Keterangan Selesai Riset Data 

 




